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Abstract

Breast cancer is the most common type of cancer worldwide for women. Even with
the recent breakthroughs in treatment methods, it is still one of the major causes of
the highest female cancer mortality rates. With the goal of reducing the impact of this
disease, computational intelligence methods based on clinical information have been
developed over the years. These methods are capable of predicting patient survival
and assessing the most effective treatment for the patient.

It is common to observe missing data in datasets. This can lead to the decrease
of the number of observations for analysis or to a distortion of models intended to be
used. The issue can be solved by ignoring the cases with missing data or predicting
the required values based on the remaining data — imputation.

The algorithm Optimally Pruned Extreme Learning Machine (OP-ELM) has been
used as a classifier in this context due to its good results and good performance and
generaliation capabilities. This work proposes its implementation as an imputation
method and its adaptation to deal with categorical variables, comparing its
performance with other methods used for the same purpose.

Until the development of this work, the OP-ELM had never been used as an
imputation method for missing data, therefore the approach presented in this project
is completely new. The results that were obtained show that the OP-ELM
imputation method leads to similar performances compared to the most widely used
imputation algorithms. Moreover, OP-ELM needs smaller computation times, even

for datasets with a high percentage of missing data.






Resumo

O cancro da mama é o mais comum no sexo feminino a nivel mundial. Apesar dos
avancos ao nivel das técnicas de tratamento, esta doenca é uma das principais causas
para o elevado nimero de mortes por cancro em mulheres. Com o objetivo de reduzir
o impacto desta doenca, tém-se desenvolvido métodos de inteligéncia computacional
baseados em informacao clinica, capazes de prever a sobrevivéncia dos pacientes e
adaptar-lhes o tratamento mais eficaz.

E frequente existirem dados em falta nos datasets, o que podera levar a reducao do
nimero de observacoes para andlise ou a uma distor¢cao dos modelos que se pretendem
criar. Para resolver este problema existem varias abordagens que podem passar por
ignorar os casos com valores em falta ou prever esses valores de acordo com os restantes
dados — imputagao.

O algoritmo Optimally Pruned Eztreme Learning Machine (OP-ELM) tem vindo
a ser usado como classificador e tem permitido bons resultados nestes contextos,
devido aos seus bons resultados e devido ao seu bom desempenho quanto ao tempo
de computacao e capacidade de generalizagao. Neste trabalho propomos a
implementacao deste algoritmo como método de imputacao e a sua adaptacao para
lidar com variaveis categéricas, comparando a sua performance com outros métodos
usados para este efeito.

Até ao momento do desenvolvimento deste trabalho nao existia qualquer abordagem
com o algoritmo OP-ELM para imputagao de dados em falta, pelo que a implementagao
deste algoritmo neste trabalho é uma abordagem completamente nova. Os resultados
obtidos mostram que a imputacao com OP-ELM conduz a performances semelhantes
as obtidas com os algoritmos de imputacao mais usados até ao momento, com tempos
computacionais inferiores, mesmo em datasets com elevadas percentagens de dados em
falta.
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Capitulo 1

Introducao

Este projeto foi desenvolvido no Departamento de Engenharia Informatica da
Faculdade de Ciéncias e Tecnologia da Universidade de Coimbra, integrado no
programa do Mestrado em Engenharia Biomédica. O principal objetivo deste capitulo
¢é fornecer uma visao global deste projeto: as duas primeiras secgoes baseiam-se no
enquadramento e motivacao deste projeto e na terceira e quarta seccoes sao definidos
os objetivos e o planeamento do projeto. Finalmente é apresentada a estrutura

seguida em todo o documento.

1.1 Enquadramento

O cancro é segunda causa de morte em todo o mundo, logo a seguir as doengas
cardiacas [1]. Segundo Siegel et al. [1], o cancro da mama ocupa o primeiro lugar nas
previsoes de novos cancros e o segundo lugar nas estatisticas do nimero de mortes por
cancro em mulheres, prevendo-se que a esta doenca se associem 15% das mortes e 29%
dos novos casos de cancro em mulheres no ano de 2015, mesmo com os recentes avangos
dos tratamentos.

Prover os clinicos de modelos de prognostico de sobrevivéncia ao cancro da mama
¢ um dos grandes objetivos da aplicagao de técnicas de inteligéncia computacional

nesta matéria [2]. Estas técnicas podem ser iteis, também, para identificagdo de
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subgrupos de pacientes com cancro da mama, com o objetivo de poder estabelecer
um tratamento mais personalizado e por isso mais eficaz e menos invasivo [3,4]. Estes
modelos computacionais sao construidos com base na informacao clinica e histologica
do paciente. No entanto, estes conjuntos de dados apresentam, muitas vezes, lacunas,
os dados em falta (Missing Data (MD)).

1.2 Motivacao

Lidar com MD nao é uma tarefa simples. Primeiro, é importante existir um bom
conhecimento dos dados em estudo e do MD que apresentam. Tratar MD de forma
correta, é ainda mais crucial quando estamos a lidar com dados do foro médico, dos
quais se pretende fazer inferéncias clinicas, ja que um tratamento errado dos dados em
falta pode ter consequéncias graves na decisao clinica. A abordagem mais comum para
lidar com MD é a Anélise de Casos Completos (ACC) onde sdo ignorados quaisquer
casos onde ocorra MD. No entanto, esta forma de lidar com o problema dos MD leva
a elevadas perdas de informagc@o [5]. Surgiu assim uma nova abordagem: imputagao
de MD, onde as lacunas deixadas pelo MD sao preenchidas com valores estimados de
acordo com os dados completos.

Vaérios sao os trabalhos que tém aparecido na literatura para enderecar este
problema. A abordagem mais comum para MD é a eliminacao de casos [5]. No
entanto esta abordagem, por levar a eliminacao de muita informacao relevante tem
vindo a dar lugar as abordagens de imputacao com base em aprendizagem automatica
(Machine Learning (ML)). Algoritmos comuns nas areas de classificagdo e regressao,
foram implementados com o intuito da imputacao de MD. Os algoritmos Multi- Layer
Perceptron (MLP), Support Vector Machine (SVM), K-Nearest Neighbors (KNN) e
Self-Organizing Map (SOM) tém vindo a ser implementados para imputagao, com um
grande contributo no aumento nas performances obtidas comparativamente aos
métodos de eliminagdo de casos ou de imputagao pela média ou por regressao [6-9].
Também existem trabalhos na literatura onde os métodos computacionais sao
aplicados em dados de cancro da mama, com resultados significativos no aumento da
performance no prognostico desta doenga [4,7]. No entanto nao existe, até ao que foi
possivel apurar, nenhum trabalho onde se recorra ao OP-ELM para imputacao de

MD o que prova o contributo deste trabalho nesta area.
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1.3 Objetivos

O principal objetivo deste projeto foi a adaptacao do algoritmo OP-ELM a varidveis
categoricas e a sua implementagao como método de imputacao, ja que até ao momento
apenas foi usado para tarefas de regressao e classificacao. A performance deste novo
método foi testada e comparada com o desempenho dos métodos de imputacao MLP,
SVM, KNN e SOM (ja utilizados para este efeito), em dois contextos distintos:

e Recorrendo a datasets completos avaliar o desempenho do algoritmo de forma
individualizada mas também em comparacao com os outro métodos de

imputacao. Nesta abordagem existiu a insercao de MD de forma artificial;

e Na segunda abordagem foram usados datasets que originalmente contém MD.
Com estes dados pretende-se avaliar a resposta dos métodos de imputacao e
classificacao que foram testados no cenario anterior, mas num contexto onde nao

se dispoe dos valores reais para o MD.

1.4 Planeamento

Nesta seccao apresenta-se a comparacao entre o planeamento inicialmente definido
e a calendarizacao conseguida durante o desenvolvimento deste projeto. Na Figura 1.1
estao esquematizadas a previsao temporal de cada atividade e aquela que foi a duragao
real de cada uma. O projeto iniciou-se com a definicao do trabalho a ser desenvolvido.
Uma vez definidos os objetivos, foi necessario fazer um estudo das técnicas que ja
existiam, suas vantagens de desvantagens, de modo a orientar o trabalho no sentido de
acrescentar novidade a arte. Na terceira etapa, o algoritmo OP-ELM foi implementado
de modo a poder ser usado como método de imputacao. Nas quartas e quintas etapas
implementaram-se os algoritmos de imputacao e classificagao, incluindo o algoritmo
OP-ELM proposto, em duas abordagens distintas: uma com datasets completos e uma
segunda abordagem com datasets que originalmente contém MD. Por tltimo regista-se
a escrita deste relatério final.

Olhando para a Figura 1.1 é possivel verificar que a etapa de simulacao com
datasets completos adiou a data prevista de conclusao deste trabalho. Durante estas

simulagoes existiram redefinicoes da abordagem que estava a ser seguida o que levou
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Tarefa set 14 out 14 nov 14 dez 14 jan 15 fev 15 mar 15 abr 15 mai 15 jun 15 jul 15 ago 15 set 15
Defini¢do dos
Objetivos

a0 da Arte I
Adaptagdo do OP-ELM _

para Imputacao

SimulagGes Datasets
Completos

SimulagGes Datasets _

com MD

Escrita do Relatdrio

Figura 1.1: Planeamento definido (a azul) VS conseguido (a verde) neste trabalho

a um acréscimo do tempo previsto para esta etapa e a um atraso das simulagoes com
os datasets incompletos, que nao seria possivel iniciar sem os resultados da primeira

abordagem. Contudo, é de salientar que os objetivos propostos foram conseguidos.

1.5 Estrutura do Documento

O documento estd organizado como se segue: no Capitulo 2 serao descritos alguns
fundamentos tedricos essenciais para a compreensao do restante documento; no
Capitulo 3 sera apresentada uma revisao de alguns estudos que existem relacionados
com os métodos para lidar com valores em falta num conjunto de dados; no
Capitulo 4 serao dados a conhecer os datasets, métodos de imputagao e de
classificacdo usados neste projeto apresentando, de forma detalhada, a estrutura
seguida durante todas as simulacoes; no Capitulo 5 serao abordados e discutidos os
resultados alcancados; por ultimo, no Capitulo 6 serao apresentadas as principais

conclusoes e trabalho futuro a ser desenvolvido.



Capitulo 2

Fundamentos Teoricos

Com o desenvolvimento da tecnologia houve um aumento incontornavel da
quantidade de informacao a ser gerada, transmitida e armazenada a todo o momento.
No entanto surge frequentemente um problema: a falta de valores nos datasets
recolhidos. Estas lacunas nos conjuntos de dados, os MD, podem dever-se a multiplos
fatores tais como o responsavel pela aquisicao ou a problemas com sensores a que se
recorre para a obtencao dos dados. Antes, muita da aquisicao de dados era feita por
alguém e de uma forma manual, o que levava, por vezes, a existéncia de MD nos
dados adquiridos. Exemplo disso sao os questionarios, que por serem escritos nao
permitiam o controlo instantaneo das respostas. Estes dados em falta sao um
problema para muitos investigadores, quando pretendem extrair informacao deles, ja
que os métodos estatisticos convencionais aplicam-se a bases de dados completas
(com valores em todas as varidveis e observagoes) [10]. Para ultrapassar este
problema existem duas abordagens distintas que podem ser seguidas. A primeira é a
estratégia de andlise com os casos completos, onde sao descartadas todas as
observacoes que contenham dados em falta. Esta abordagem é usada frequentemente
dada a facilidade que apresenta. No entanto, dado que sao descartados dados, é
descartada informacao que pode ser importante. No sentido de preservar essa
informacao, desenvolveram-se métodos que permitem prever os melhores valores para
os MD, de acordo com os dados completos no dataset. Estes processos de imputacao
podem ser divididos em dois tipos: modelos que sao baseados em analise estatistica e

os que tém por base as técnicas de aprendizagem automadtica (ML).
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Durante este capitulo serao dados a conhecer os tipos de MD quanto a sua origem.
Num segundo ponto serao apresentadas as principais abordagens para lidar com MD.
Depois apresentam-se os classificadores a que se recorreu durante a componente
experimental. Por tultimo apresentam-se as técnicas de amostragem e medidas de

performance que foram usadas para ilustrar os resultados alcangados neste trabalho.

2.1 Classificacao dos Dados Incompletos

O correto conhecimento da origem das lacunas nos datasets é essencial para uma
escolha acertada da estratégia para lidar com os MD, de forma a evitar distor¢ao dos
dados. Assim, antes de se decidir a que estratégia se ira recorrer, deve-se identificar a
situacao que levou ao aparecimento de MD.

Ao longo do tempo vérios foram os autores que propuseram uma classificacao
para a origem do MD [5,10, 11]. Rubin et al. [11] classificaram os MD em trés
categorias: Missing Completely at Random (MCAR), Missing at Random (MAR) ou
Missing Completely Not at Random (MNAR).

Sao MCAR os MD onde a falta de dados numa determinada variavel nao esta
relacionada nem com os valores observados, nem com os valores em falta nessa variavel,
ou com qualquer valor das restantes varidveis. Nao existe nenhuma relacao entre o
acontecimento que leva a falta de dados e os dados em si. Exemplo deste mecanismo é
qualquer resposta num questiondario que nao seja respondida, apenas, por esquecimento
de quem o esta a preencher.

A origem do MD é classificada como MAR se a existéncia de dados em falta numa
variavel nao tem relagao com os valores que a variavel assume nas outras observagoes,
podendo ou nao ter relagao com as restantes variaveis. Ou seja, se um grupo de
observacoes onde uma variavel com MD tiver, em média, maiores ou menores valores
nas outras variaveis do que no grupo de observacoes completas, sem que haja qualquer
correlacao com os valores da variavel em si, entao estaremos perante dados MAR.

Por tultimo, se a falta de valores depender da varidavel onde existe MD, entao o
mecanismo diz-se MNAR. Ao contrario do que acontece no mecanismo MAR, onde se
podem estimar os dados em falta a partir das varidveis completas, no caso de MD do
tipo MNAR, tal estimativa nao pode ser feita, j4 que existe uma relacao entre a falta

de dados e os valores que existiriam nessas lacunas. Exemplo destes dados em falta é
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um dataset de doentes de cancro da mama, onde ficam por preencher valores referentes
a um tratamento que o paciente nao realizou. Portanto, os dados em falta nao poderao
ser estimados corretamente, ja que ha uma relagao entre a falta dos valores e os valores

que a variavel com MD assumiria.

2.2 Estratégias de Imputacao

2.2.1 Métodos por Eliminacao de Casos

Uma abordagem simples e que é frequentemente usada para solucionar o problema
do MD é a Analise de Casos Completos (ACC), onde é eliminada qualquer observagao
onde pelo menos o valor de uma das varidveis estd em falta [5,10]. A principal vantagem
desta abordagem ¢ a possibilidade de recorrer a métodos estatisticos convencionais para
extrair informacao do conjunto de dados que ja nao apresenta lacunas, pelo que nao
requer nenhum método computacional especifico. No entanto, dado que existem dados
que sao descartados, ha uma perda de informacao associada. Esta perda de informagao
nao é tao prejudicial quando o mecanismo que originou os MD é MCAR, ao contrario
do que acontece com mecanismos MAR e MNAR. Se o mecanismo que leva a ocorréncia
de MD nao for MCAR, quando se ignoram as observagoes que contenham MD, ignora-
se também informacao relevante, dado que pode existir uma correlacao entre a falta
de dados e as variaveis do conjunto de dados. Desta forma, quando se extrai alguma
informagao a partir do conjunto de dados completo o resultado serd uma inferéncia que
apresentard um viés ao que seria obtido com os dados originalmente completos. Pela
mesma razao, esta abordagem também nao é a mais correta quando os dados completos
nao sao uma amostra representativa de todos os dados. Este serda o caso quando ha
MD num grande ntimero de observagoes e variaveis, o que resultara numa reduzida
percentagem de observacoes completas. Neste caso, ainda que os dados perdidos sejam
MCAR, existe uma grande perda de informacao, com consequéncias na qualidade das
analises estatisticas aos dados completos.

Incluida ainda nos métodos por eliminacao de casos estd a abordagem com os
casos disponiveis, em que sao considerados os casos completos das variaveis necessarias
para a estatistica que se pretende. Caso um método estatistico nao recorra a todas as

variaveis, entao o método usa, nao os casos completos de todo o conjunto de dados, mas
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sim os casos completos para as variaveis a que recorre. Uma determinada observagao
com o valor de uma variavel especifica em falta, pode ser usada caso nao se recorra a
essa variavel num determinado método estatistico de analise dos dados. Uma vantagem
desta abordagem com os casos disponiveis é a utilizacdo de mais dados do que na ACC,
ja que pode conter observagoes com MD para varidaveis que nao sao usadas. Ainda
assim, apresenta a desvantagem de recorrer, para diferentes estatisticas, a conjuntos
de observacoes diferentes.

Ao contrario do que acontece nos métodos por eliminacao de casos, nos métodos
de imputacao nao se eliminam casos, antes pelo contrario, imputam-se os valores em
falta. Os métodos de imputagao podem dividir-se essencialmente em dois grupos:
os métodos baseados em andlise estatistica e os baseados em ML. As estratégias de
imputacao apresentadas a seguir, pelo facto de preencherem as lacunas existentes, tém
a vantagem de acrescentar informacgao ao conjunto de dados, ao invés do que acontecia
ao remover as observacgoes com casos incompletos. No entanto, esta informacao que
¢é acrescentada com a imputacao do MD pode contribuir para o aumento do ruido,

levando a distor¢ao dos dados, efeito contrario ao que se deseja.

2.2.2 Imputacao Baseada em Analise Estatistica

Nos métodos de imputacao baseados em analise estatistica recorre-se a uma medida
ou método estatistico para realizar a imputagao. Pode recorrer-se apenas a variavel
cujos valores se pretendem imputar ou recorrer a mais do que uma variavel para estimar
esses valores. A imputacao pela média é um exemplo de uma situagao em que se recorre
apenas a variavel que contém o MD que se pretende imputar. Outro caso de imputagao
com base na analise estatistica é a imputacao por regressao, onde se recorre as variaveis

que nao contém MD para estimar os valores em falta.

Imputagao Baseada na Média/Moda

A imputacao pela média (Mean Imputation (MI)) consiste no preenchimento das
lacunas de uma variavel com o valor da média dos casos observados nessa variavel.
Existe uma variante deste método que consiste na imputacao pela média, mas
condicionada a classe a que uma observacao pertence, ou seja, o valor que sera

atribuido a lacuna serd a média das observagoes com valor para a variavel em questao
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e que pertencem a mesma classe. Para evitar a influéncia que os outliers poderao ter
na MI, é normal recorrer-se a imputagao pela mediana (Median Imputation (MDI)),
seguindo a mesma logica que na MI. No caso das variaveis categoricas os dados em
falta serao substituidos pela moda dos valores observados para essa variavel, em vez
da média. Estes métodos de imputacao acarretam consigo alguma reducao da
variabilidade natural dos dados, ja que aumentam o ntimero de observacoes completas
disponiveis sem aumentar a informacao estatisticamente diferente, uma vez que a
média de valores na varidveis onde existe MD permanecerd inalterada. Este método
nao é muito recomendado quando existem muitos casos a serem imputados na mesma
variavel ou quando os coeficientes de correlacao ja estao muito proximos de zero,
sendo um método que pode diminuir ainda mais esta correlacao entre as

varidveis [5,12].

Imputacao Baseada em Modelos de Regressao

A imputacao por regressao ¢ um modelo que recorre a modelagao das variaveis
completas para estimar os valores que irao substituir os dados em falta. No caso dos
dados incompletos se concentrarem apenas numa variavel, serd necessario apenas um
modelo de imputagao como funcao de aproximacao [5]. J& para os casos em que existe
mais do que uma varidvel com dados incompletos é necessario criar um modelo de
regressao multi-varidavel por cada combinacao possivel de varidaveis com MD. A escolha
do método de regressao depende do tipo de dados a que se pretende imputar o modelo.
Em dados que nao respeitem uma tendéncia linear nao é correto recorrer a um método
de regressao linear, mas sim a um método de regressao que ajuste uma curva aos
dados. Este tipo de imputagao apresenta bons resultados quando as varidaveis com MD
estao correlacionadas com as variaveis completas. Como vantagem, a imputagao por
regressao preserva a variancia e covariancia das variaveis incompletas. No entanto, se
as variaveis com MD forem originalmente independentes, a aplicagao dos modelos de
regressao para a imputagao levam a multicolinearidade, dado que os dados imputados
irdo estar correlacionados com os restantes dados. Assim como na imputacao pela
média, a imputacao por regressao nao consegue recuperar a variabilidade original dos

dados, ja que os dados imputados seguirao uma unica curva de regressao.
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2.2.3 Imputacao Baseada em Técnicas de Aprendizagem

Automatica

Outra abordagem para imputagao sdo as técnicas de Machine Learning (ML).
Genericamente, estas técnicas recorrem aos valores disponiveis e aprendem esses
valores, permitindo depois dar como entrada os dados para as variaveis completas de
uma determinada observacao e estimar os valores para as varidveis onde existem MD.
A seguir serao dadas a conhecer as seguintes técnicas de ML para imputagao:
K-vizinhos préximos (KNN), perceptrao multi-camada (MLP), maquina de vetores
de suporte (SVM), mapas auto-organiziveis (SOM) e méquina de aprendizagem

extrema com base na poda/corte (OP-ELM).

Imputacao Baseada em KNN

O método KNN é um método que tem vindo a ser muito usado como método
de imputagao. A imputacao de MD é feita de acordo com o valor tomado pelos K
vizinhos mais proximos, vizinhos estes que sao encontrados de acordo com a métrica
previamente definida. Apds encontrado o conjunto dos vizinhos é necessario estimar
o valor a colocar nas lacunas. Dependendo do tipo de dados esta estimativa pode ser
feita pela moda (no caso de varidveis discretas) ou pela média dos valores que a varidvel
toma nos K vizinhos. Pode ainda ter-se em consideracao a distancia de cada vizinho
e garantir maior contribuicao aos vizinhos que estao mais proximos do caso que se
pretende imputar, sendo que neste caso se considera uma média pesada, onde o peso

associado ao valor é o inverso da distancia a esse vizinho:

1 K
i = E;wkukj (2.1)

Na expressao 2.1, Z; representa o valor que ird substituir o MD. Este valor é
calculado como uma média pesada dos K vizinhos. w; pesard a contribuicao que o
valor do vizinho k (vy;) terd no valor com que o MD serd imputado. O peso pode ser
definido como sendo igual para todos os vizinhos, mas é mais comum que seja o
inverso da distancia entre a observacao a imputar e o vizinho k. Neste caso, quanto
mais proximo o vizinho estiver, maior sera a sua contribui¢ao para o valor que sera

imputado.
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Ao invés de se considerarem apenas os casos completos no conjunto das variaveis,
pode recorrer-se a todos os casos que nao estejam incompletos na varidavel que se
pretende imputar. Para que esta situagao seja possivel é necessario recorrer a uma
métrica para a distancia que consiga lidar tanto com variaveis discretas ou continuas
como com dados em falta. A métrica Heterogeneous FEuclidean-Overlap Metric
(HEOM) atribui a distancia o valor um (distancia méxima) entre dois casos de uma
variavel quando um dos valores esta em falta. No caso da variavel ser discreta, o valor
atribuido para a distancia é um ou zero, caso os valores para os dois casos nesta
variavel sejam iguais ou diferentes, respetivamente. Ja no caso de varidveis continuas,
a distancia entre os dois casos para esta variavel é dada pela razao entre o médulo da
diferenca dos valores de cada caso e a diferenca entre o méaximo e o minimo da
varidvel em causa, isto é, normalizada no intervalo de valores entre zero e um [13]. A
vantagem deste método relativamente ao método de imputacao utilizando a média
(MI) é o facto de ter em consideracdo apenas os casos mais similares e nao todos os
casos presentes [6]. No entanto, o método KNN para a imputagao, pela necessidade
de percorrer todo o conjunto de dados para encontrar os K vizinhos mais proximos,

pode levar a um elevado custo computacional, principalmente para grandes conjuntos

de dados.

Imputacao Baseada em MLP

O MLP ¢ a rede neuronal artificial (Artificial Neural Network (ANN)) mais usada
em tarefas de classificagao ou imputacao, pelo facto de ser um aproximador universal
[14]. No algoritmo de imputacao com base num MLP, recorre-se aos casos completos
para treinar o modelo que serd utilizado para estimar os valores em falta. Na fase
de treino as variaveis completas servem de entrada e as incompletas de saida, com o
intuito de estimar os melhores parametros da rede, desde o nimero de neurdnios na
camada escondida aos pesos que sao atribuidos as entradas. Podem distinguir-se duas
abordagens distintas: pode ser criado um MLP para cada combinacao de variaveis
incompletas ou pode ser criado um tnico modelo para todas as variaveis incompletas.
Hé& ainda quem aplique o MLP a todo o conjunto de dados, com todas as variaveis como
entrada e ao mesmo tempo saida do neurénio [15]. Neste caso, o dataset é dividido

num conjunto de treino e num conjunto de teste aleatoriamente quanto a quantidade de
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dados incompletos, com o intuito de lidar com os dados em falta no conjunto de treino
e imputar os que faltam no conjunto de teste. A maior desvantagem da utilizagao
do MLP na sua abordagem de treinar uma rede por cada combinacao de variaveis
incompletas é a quantidade de redes que é necessario gerar e guardar, que sera tanto
maior quanto maior for o nimero de variaveis incompletas e quanto maior for o niimero

de variaveis do conjunto de dados.

Imputacao Baseada em SVM

O algoritmo SVM é muito usado em tarefas de classificacao e regressao, dado o
desempenho que apresenta com diversos tipos de dados e com conjuntos de dados de
elevadas dimensoes [14]. O algoritmo SVM ajusta, durante o treino, a complexidade
do modelo e qualidade da tarefa para que foi desenhado, permitindo um balanco que
é responsavel pela generalizacao destes modelos a novos dados. Em 2005, Honghai et
al. [8] propuseram a aplicagao do algoritmo SVM para imputacao de MD. Na imputagao
com SVM os modelos sao treinados com os casos completos e tendo como entrada as
variaveis completas e como saida as variaveis onde ha MD. Desta maneira, semelhante
ao que acontece na imputacao por regressao ou com o método KNN, os casos com
dados em falta serao imputados com os valores da saida do modelo, apds a fase de

treino, e dando como entrada os valores nas variaveis completas.

Imputagao Baseada em SOM

Os mapas auto-organizaveis (Self-Organizing Map (SOM)) sdo um tipo de ANN
propostas por Teuvo Kohonen em 1982, que tiveram por base os neuronios do cortex
cerebral [16]. Segundo o trabalho deste autor, nos SOMs existe uma interface — mapa
— constituida por nodos que sao treinados para fazer a transformacao dos dados de
entrada para uma dimensao menor. Os mapas mais comuns sao bidimensionais e,
aquando do treino destas redes, mantém a ordem que existia no espaco original
associado aos dados, sendo esta ordem refletida numa relagao local entre os nodos
proximos. Este aspeto é o que mais diferencia as redes SOM das restantes ANNs [16].
O treino do SOM divide-se em duas fases principais: encontrar o nodo que mais se
relaciona com os dados de entrada e a atualizacao dos pesos associado a este nodo e

aos vizinhos mais proximos.
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O algoritmo SOM foi aplicado para imputacao de MD. Para imputar os dados a
rede é treinada com os dados completos, obtendo a estrutura que os mapeia. Uma
vez obtido o mapa treinado, dao-se as observacoes incompletas como entrada para
encontrar o nodo que melhor caracteriza os valores em falta, atribuido-lhe assim um

valor de acordo com os pesos associado a esse nodo [17,18].

Imputagao Baseada em OP-ELM

Recentemente foi introduzido na area de ML um novo algoritmo: méquina de
aprendizagem extrema (FEztreme Learning Machine (ELM)). Este algoritmo tem
vindo a ser estudado como substituto aos métodos convencionais de treino das redes
neuronais feed-forward (FeedForward Neural Networks (FFNNs)). O treino destas
redes consiste no ajuste dos parametros de entrada dos diversos neurdnios da rede de
acordo com os dados de entrada e de saida que lhes sdo fornecidos [19]. As FFNNG,
representadas esquematicamente na Figura 2.1, apresentam a grande vantagem de
permitirem mapeamentos nao lineares entre os dados de entrada e os dados de saida.
Apresentam no entanto desvantagens aquando do treino: os algoritmos de treino
convencionais levam a um elevado custo computacional e podem atingir minimos
locais distantes do minimo global da funcao de avaliacao, colocando em causa a sua

capacidade de generalizacao.

Ao contrario do que acontece com os algoritmos de treino convencionais, onde
os pesos e os desvios de entrada tém de ser atualizados até encontrar os melhores
valores, com o algoritmo ELM ¢ feita uma inicializacao aleatéria destes parametros
de entrada das redes neuronais feed-forward uni-camada (Single-Layer Feedforward
Neural Networks (SLFNs)). Assim, o algoritmo ELM permite obter um treino muito
mais rapido e uma boa capacidade de generalizagao, mesmo com funcoes de ativacao

nao diferencidveis, superando ainda o problema dos minimos locais [20].

No que diz respeito ao funcionamento do algoritmo ELM, o passo inicial é a
definigao do nimero de neurénios da camada escondida (M ). De seguida sdo gerados
aleatoriamente os pesos (w) e os desvios (b) que ligam a camada escondida e a

camada de entrada, e é definida a fungao de ativacao (f). Para N casos distintos de
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Figura 2.1: Estrutura das FFNN, com apenas uma camada com M neurdnios, n valores de

entrada e m valores de saida.

treino, a matriz de saida da camada escondida (H') é assim representada por:

fwi-xi+b1) ... f(wy X1+ by

H(Wl,...,WM,bl,...7bM,X1,...,XN):

fwy-xy+b1) ... f(way-xXy+by Ny
(2.2)
Por tltimo falta calcular a matriz dos pesos da camada de saida (B). Dado que HB=T,
a matriz dos pesos da camada de saida pode ser obtida por: B = H'T, onde H' é a
matriz inversa generalizada de Moore-Penrose.

O numero de neurénios que constitui a camada escondida da FFNN continua a ser
uma variavel que necessita ser previamente definida. O valor escolhido para este
parametro nem sempre é o mais correto, ou porque estd subestimado e nao é
suficiente para mapear totalmente o conjunto de dados, ou porque esta acima do
necessario e teremos uma rede mais extensa que o que seria desejavel, podendo
comprometer a capacidade de generalizacao deste modelo. Surgem assim duas
abordagens para solucionar este problema e, iterativamente, encontrar o melhor valor
do nimero de neurdnios da camada escondida: (1) os algoritmos construtivos e (2) os
algoritmos baseados no corte (Pruned FEztreme Learning Machine (P-ELM)). Os

primeiros sao caracterizados por, de forma iterativa, se ir aumentando o nimero de
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neuronios e voltar a treinar a rede até que seja atingindo o critério de paragem
previamente definido — seja atingindo o nimero maximo de neurénios aceite ou o erro
fique abaixo do limiar pré-estabelecido. Dado o seu caracter incremental, este tipo de
estratégia tende a atingir redes mais pequenas que nos algoritmos por poda,
revelando um menor custo computacional no treino das redes neuronais. Este custo
computacional também é menor nestes algoritmos dado que se comega com redes
pequenas e assim existem poucos parametros das redes a definir. A desvantagem mais
evidente deste método é a sensibilidade & inicializacao aleatoria, que pode levar a
solugdes em minimos locais [21-23]. J4 a segunda abordagem consiste no contrario
dos algoritmos por incremento: inicia-se com um nimero de neurénios maior do que o
necessario e iterativamente vao-se eliminando os neurénios menos contributivos de
acordo com uma métrica previamente definida. Ainda que o custo computacional do
treino destas redes neuronais seja avultado, a vantagem é o facto da convergéncia
destas redes ser mais rapida e menos sensivel a inicializacao aleatoria das condicoes
iniciais [24].

A abordagem mais simples dos algoritmos P-ELM consiste na definicao do niimero
inicial de neurénios e na eliminacao dos nodos menos relevantes de acordo com a sua
contribuicao para a classificacao final. O limiar de relevancia de cada neurénio é
definido pelo utilizador e tem influéncia no tamanho da rede bem como na qualidade
da classificacao. O teste do x? (qui-quadrado) é normalmente usado para quantificar
a relagao entre o vetor das classes (o vetor de saida da rede) e os valores nos nodos da
rede neuronal, ao mesmo tempo que o ganho de informagao (Information Gain (1G))
permite quantificar a informacao que cada nodo acrescenta a saida da rede neuronal. O
algoritmo P-ELM estd apenas preparado para tarefas de classificacao [22,25]. Assim,
surgiu o algoritmo OP-ELM que é capaz de resolver também tarefas de regressao e onde
a eliminacao dos neurdnios associados as varidveis irrelevantes nao exige a definicao
prévia de um limiar de erro [26].

Na Figura 2.2 estao representados os trés passos principais do algoritmo OP-ELM:
(1) construir a SLFN, (2) ordenar os neurdnios de acordo com a sua utilidade e (3)

eliminar os neurdnios de acordo com o critério deixar-um-fora (Leave-One-Out (LOO))

e A construgao da SLEFN é feita com a geracao aleatdéria dos pesos e com um

nimero de neurdnios acima do que é necessario para o problema, como é feito nos
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Contrugio da SLEN Ordenar os neAurgnlos Numero 6timo de neurénios
pela relevancia de acordo com LOO

Figura 2.2: Trés principais passos do algoritmo OP-ELM

algoritmos P-ELM. A diferenca desta SLFN com as que sao usadas no algoritmo
base ELM ¢ a escolha das fungoes de ativacao. Enquanto que a metodologia ELM
recorria apenas a um tipo de fungoes de ativagao (sigmoide, gaussiana ou linear),
no caso do OP-ELM podem combinar-se estas fungoes para obter um modelo

mais robusto [26];

Na segunda fase deste algoritmo o objetivo é ordenar os neurdnios de acordo
com a sua utilidade. Neste ponto recorre-se a técnica de Regressao
Multi-Resposta Esparsa (Multiresponse Sparse Regression (MRSR)) definida
por Simila et al. em [27]. No algoritmo MRSR as colunas da matriz de saida da
camada oculta sdo adicionadas iterativamente a uma nova matriz HY com os
neurdnios ordenados. No inicio do processo, a matriz HY é uma matriz de zeros
com tantas colunas como o numero de neurénios da camada escondida. Durante
o processo, a coluna de H que representa o neurénio a que corresponde a maior
correlacao com os residuos do modelo é adicionada a matriz HY. Assim, no
final teremos uma matriz de saida da camada oculta organizada por ordem de
relevancia dos neurdnios. Dado que nos algoritmos ELM ha uma relagao linear
entre a saida da rede e os nodos iniciados aleatoriamente, a ordem obtida pelo

MRSR ¢ exata [20];

A 1ltima fase do algoritmo OP-ELM consiste em definir o melhor ntimero de
neurénios da camada escondida. Para tal ¢ comum recorrer ao critério LOO,
com tantas iteragoes quantas o ntimero de variaveis, onde em cada iteragao uma
das amostras é deixada de fora do treino para ser usada para validagao. O maior
problema deste critério é o custo computacional em conjuntos de dados com um
elevado nimero de amostras [14]. Assim, no caso do OP-ELM recorre-se a um
método exato para calcular o erro do LOO usando a estatistica de predicao da
soma dos quadrados (PREdiction Sum of Squares (PRESS)). O numero étimo

de neurénios para a rede SLEN é o que permitir o valor mais baixo para o erro
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estimado. Comparativamente ao algoritmo P-ELM, este modelo é preferivel dado
que nao ha necessidade de definir nenhum limiar do erro para encontrar o melhor
nimero de neurénios. O facto de se recorrer a ordenacao por relevancia com o
algoritmo MRSR permite obter uma convergéncia mais rapida do algoritmo LOO

e leva a redes mais pequenas com a mesma performance [26].

O algoritmo OP-ELM pode assim resumir-se nos seguintes passos:

Algoritmo Optimally Pruned Extreme Learning Machine (OP-ELM)

Dado: Conjunto de treino, funges de ativagdo e o nimero de neurénios M elevado:

1: Geracao aleatéria dos pesos e desvios de entrada {w;, b;}M;

2: Calculo da matriz de saida da camada escondida H, de acordo com a expressao 2.2;

3: Ranking de H de acordo com o algoritmo MRSR;

4: Parak=1a M:
— Adicionar o neurénio k ao modelo H* = [H*~1 h,;], onde hy é a coluna k de H apés ranking;
— Célculo do erro LOO com H*;

5: Escolha do niimero de neurdénios M* que conduziu ao menor erro LOO;

6: Célculo da matriz dos pesos da camada de saida: B = H'T;

O modelo seguido neste projeto para imputacao com recurso ao algoritmo OP-ELM

esta representado na Figura 2.3. A imputagao com OP-ELM segue os seguintes passos:

1.

2.

Divisao do dataset em observacoes completas e observacoes com MD;

Treinar, para cada combinagao de varidveis com MD, uma SLFN com o algoritmo
OP-ELM. Como entrada sao dadas as variaveis completas e como saida a variavel

que contém MD.

Dar como entrada as redes treinadas no ponto anterior os valores completos das
observagoes que contém MD e preencher as lacunas com os valores obtidos como

salda das redes.

Dado que se pretende a aplicagao do algoritmo OP-ELM para imputacao de

variaveis categoricas, sao necessarias algumas adaptagoes. O algoritmo OP-ELM esta

preparado para lidar com varidveis categéricas como entrada, devolvendo, no entanto,

valores continuos para o MD dessas varidaveis. Portanto, o OP-ELM necessita ser

adaptado no sentido de devolver valores categoricos para o MD dessa variaveis. Para
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tal preparou-se o algoritmo OP-ELM para lidar com estas variaveis recorrendo a
codificagao 1-de-C. Desta forma, cada varidvel categérica da origem a C variaveis
bindrias, onde a varidvel CV tomara o valor 1 se a observaciao pertencer a categoria j
e o valor 0 caso nao pertenca a esta categoria. Depois de ser realizada a previsao dos
melhores valores para as observagoes com MD, é feita a codificagao no sentido

contrario e o MD sera substituido com a categoria que lhe é atribuida.

Observagdes Treino da SLFN com
Completas OP-ELM

Conjunto de dados Imputacgio das Conjunto de dados

Observagdes com MD imputado

Sim

1g Observacdes com MD

Figura 2.3: Representagdo do modelo de imputacao com redes neuronais treinadas com
OP-ELM

2.3 Meétodos de Classificacao

Ao longo deste projeto, quer seja na revisao da literatura no Capitulo 3, quer na
componente experimental deste trabalho, serd necessario recorrer a classificadores. A
classificagao consiste na atribuicao de uma classe a um caso, ou conjunto de casos,
que sao fornecidos como entrada do modelo. Numa primeira fase é necessario treinar
o classificador, com o conjunto de dados de treino e o vetor que contém as classes
que lhes sao previamente atribuidas. Normalmente durante o processo de treino sao
estabelecidos os parametros do classificador que levam aos melhores resultados, pelo
que ha uma amostragem do conjunto de treino no sentido de ter dados que validem cada
parametro a testar. Numa segunda fase, fornecem-se dados de teste a este classificador,
que devolvera as classes a que cada caso ou observacao pertencem. Estes dados de teste
sao dados que nunca foram ‘apresentados’ ao classificador, no sentido de entender qual
o comportamento do modelo a dados novos. Esta classificagao pode ser comparada com

o vetor das classes de teste, se disponivel, para perceber a qualidade da classificagao.
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Neste projeto escolheu-se recorrer a quatro classificadores: KNN, SVM, Random Forest

(RF) e MLP, apresentados a seguir.

2.3.1 K-Vizinhos Proximos

A classificacao recorrendo ao KNN tem por base a mesma ideia que foi apresentada

na Subseccao 2.2.3:

1. O primeiro passo consiste no céalculo da distancia de cada caso que se pretende

classificar aos restantes casos;

2. Recorrendo as distancia calculadas, encontram-se os K vizinhos mais proximos,

com a menor distancia a observagao a ser classificada;

3. Atribui-se a classe que estiver em maioria nesses K vizinhos, podendo ser
considerada uma abordagem que atribua mais peso as classes dos casos mais
préoximos, mediando esse peso pela distancia, como foi também apresentado no

algoritmo KNN para imputacao.

Com este classificador ha a necessidade de definir, por validagdo cruzada (Cross

Validation (CV)), o valor de K que conduz aos melhores resultados.

2.3.2 Maquina de Vetores de Suporte

O algoritmo SVM consiste num modelo supervisionado de aprendizagem muito
usado para classificacao. FEste modelo ‘aprende’ os dados de treino, criando uma
superficie que ao mesmo tempo maximiza a divisao das classes minimizando o erro de
classificacao desses dados. Este método recorre a kernels para mapear os dados num
espago de maior dimensao, dado que muitas vezes nao sao separaveis linearmente.
Portanto, é necessario definir o tipo de kernel que otimiza a classificacao, ao mesmo
tempo que se procuram os melhores parametros para essa funcao de mapeamento.
Dando como entrada o conjunto de dados e saida o vetor de classes, a superficie de
separacao das classes é ajustada com o objetivo de permitir a classificacao com

melhor resultado.
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2.3.3 Arvores de Decisao

Na area de ML existem estruturas que sao frequentemente usadas tanto para
tarefas de classificacdo como as de regressao: arvores de decisao (Decision Trees
(DT)). Estas arvores caracterizam-se por ligar as folhas da arvore (que representam
as classes no caso de uma classificagdo) as varidveis de entrada, por intermédio de
ramos que sao obtidos por divisoes sucessivas dessas varidveis ou de combinagcoes
delas. Estas divisoes que originam os varios ramos definem uma regra que divide os
dados de acordo com o seu valor. Entretanto tém surgido muitas abordagens paras as
DT. Neste trabalho recorre-se ao classificador ‘floresta aleatéria’ (Random Forest
(RF)). Este algoritmo foi proposto por Breiman em 2001 [28]. A légica de base do RF
é a criagao de conjunto de DTs e dar-lhe como entrada um subconjunto aleatorio das
variaveis dos conjunto de dados original. No fim o resultado da classificacao é dado
pela moda das classificagdes de cada &rvore individualmente [28]. O parametro que

tem de ser definido neste algoritmo é o niimero de arvores usado.

2.3.4 Perceptrao Multi-Camada

O percetrao é uma ANN mais basica, sendo constituido apenas por uma camada
de neurénios. O maior inconveniente desta estrutura é que apenas esta preparada para
resolver problemas que sejam linearmente separaveis. Para problemas nao lineares é
necessario recorrer a mais que uma camada de neurdnios, os percetroes multi-camada
(MLPs). Dado que possuem mais que uma camada de neurénios conseguem criar uma
superficie nao linear capaz de separar os dados. A estrutura mais comum para o MLP é
constituida por trés camadas de neurdénios: a camada de entrada, com tantos neurénios
quantas as variaveis de saida; a camada escondida, que terda um nimero de neurénios
consoante as caracteristicas dos dados; e a camada de saida, que terd um nimero de
neurdnios consoante o problema para que ¢é definido — para efeitos de classificacao terd
um neuronio que devolve a classe. O treino destas redes consiste na escolha do ntiimero
de neurdnios da camada escondida e no ajuste dos pesos de cada um dos neurdnios.
Com um ajuste correto deste parametros consegue-se definir um aproximador universal
de fungoes continuas, a base do classificador com este algoritmo [29]. Assim, para o
treino destas redes fornecem-se o dataset de treino como entrada e o vetor de classes

como saida e com o algoritmo de treino adequado (retro-propagacao é o mais comum)
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ajustam-se os pesos da rede. O nimero 6timo de neurénios da camada escondida tem

de ser definido por CV.

2.4 Estratégias de Amostragem

Para avaliar um classificador é necessario encontrar a taxa de erro verdadeira, taxa
esta que corresponde a toda a populagao em estudo. Esta situagao é ideal, uma vez que
na realidade nao se consegue apurar este erro para toda a populagao, ja que os dados
que existem sao apenas uma amostra de toda a populacao. Uma abordagem errada
consiste na utilizacao de todos os dados como treino e teste, uma vez que o erro que se
obtém com o conjunto de teste serd sobre-estimado, ja que o classificador foi treinado
com os mesmo dados. Assim, surgem estratégias de amostragem, em que o objetivo é

ter dois conjuntos de dados: os dados de treino e os dados de teste.

Hold-out Este método consiste na divisao do conjunto de dados original em dois
conjuntos de dados disjuntos de acordo com uma percentagem definida. E muito
comum a divisao do conjunto de dados em dois conjuntos, um com 70% e outro com
30% dos dados, para treino e teste, respetivamente. Ainda que este método seja o
mais simples, acarta alguma limitagoes, principalmente quando estamos perante
datasets pequenos, ja que os dados que servirao para treino podem nao ser

representativos de toda a populacao, informagao que ficard retida nos dados de teste.

Validagao cruzada com K-folds (CV) Esta técnica de amostragem consiste,
inicialmente, na divisao do dataset em K subconjuntos. O conjunto de treino sera
constituido por K-1 subconjuntos enquanto que o conjunto sobrante sera utilizado
para teste. Serao assim realizadas K simulagbes de modo a que cada um dos
subconjuntos possa servir uma vez de conjunto de teste. O erro final serd uma média
dos erros obtidos em cada uma das K simulagoes. Neste tipo de divisao do conjunto
de dados o valor a atribuir ao K é o maior entrave. Um valor alto para este
parametro permite obter um erro médio baixo mas com grande variancia, ao
contrario do que acontece para um valor de K pequeno [19]. Existe uma estratégia
comum ao nivel da CV, que consiste na divisao do dataset original em partigoes de

uma forma equilibrada quanto ao numero de classes que cada particao tem. Esta



29 CAPITULO 2. FUNDAMENTOS TEORICOS

estratégia de CV estratificada mantém em todas as particoes a mesma razao de
classes que no conjunto de dados inicial, evitando qualquer contribuicao de um nao

balanceamento de classes.

Leave-One-Out Esta técnica é um caso especial do método anterior, quando o
nimero de particoes K ¢é igual ao nimero de observacoes N do conjunto de dados
original. Dado as consequéncias da escolha do valor de K descrita no método anterior,
¢é evidente que neste caso teremos um erro médio baixo, mas uma elevada variancia, o
que leva a aceitar este método principalmente quando se esta perante um conjunto de

dados com poucos casos, por isso baixo valor de V.

Normalizagao Ainda que nao sejam estratégias de amostragem, as técnicas de
normalizagao/estandardizagdo enquadram-se no pré-processamento dos dados. Esta
etapa do processamento ¢é crucial para que variaveis que inicialmente sejam
representadas em escalas e intervalos de valores diferente sejam niveladas na
contribuigdo que irao ter em tarefas como a de classificagao [30]. Uma das estratégias
mais usadas no pré-processamento de dados é a normalizacao ou transformacgao
minimo-méaximo, que consiste em redimensionar os valores da cada variavel para que

integrem o intervalo [0 1]:
X — Xmm
Xmaa: - szn

Uma abordagem nao menos comum ¢é a estandardizacao, em que os dados sao

X' = (2.3)

transformados de modo a que sigam uma distribuicao normal, ou seja, com média
zero e desvio padrao um:

X =X (2.4)

o

Informacao Mitua Outro ponto que se enquadra, no pré-processamento, € o
calculo das varidveis mais importantes para a classificacao. Neste projeto
recorreremos a Informacao Mutua (IM), que mostra ser uma boa medida para a
medida da relevancia das varidveis para a classificacdo [31,32]. Nesta métrica, é
devolvido um valor de IM para cada varidvel de acordo com a contribuicao que tém

para a classificacao, e por isso, a contribuicao que tém para o vetor das classes.

Assim, quanto maior o valor da IM mais relevante é variavel associada a esse valor.
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2.5 Medidas de Performance

A avaliacao da performance de um classificador tem normalmente por base a matriz
de confusao, representada na Tabela 2.1. Nesta tabela sao cruzados os vetores das
classes que sao originalmente conhecidas com as que sao obtidas depois da classificagao,

associando a cada observacao um dos atributos da tabela.
Tabela 2.1: Matriz de Confusao

Classe Real

Positivo Negativo

Positivo  Verdadeiro Positivo (VP) Falso Positivo (FP)

Classe Prevista ) ) i _
Negativo Falso Negativo (FN) Verdadeiro Negativo (VN)

Existem algumas métricas que tém por base os valores da matriz de confusao. A
precisao corresponde a razao entre os casos corretamente preditos positivos e todos os

casos classificados como positivos:

VP
Precisao = m (25)

A Taxa de Verdadeiros Positivos (TVP), ou sensibilidade, devolve a capacidade que

o classificador tem em detetar os elementos que sao realmente positivos:

VP

VP = ——
VP =T FN

(2.6)

A mesma ideia é seguida para a especificidade ou Taxa de Verdadeiros Negativos
(TVN), mas neste caso pretende-se medir a habilidade para detetar corretamente os

casos negativos:

B VN
VN4 FP
Como medida que engloba as duas anteriores surge a accuracy, que representa a

TV N (2.7)
taxa de predicoes que foram classificadas corretamente:

VN +VN
VP+VN+FP+ FN

Accuracy = (2.8)

Outra medida a que se pode recorrer para comparar dois vetores diferentes, quer

seja em tarefas de classificagdo ou regressao, é o erro médio quadratico (Mean Square
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Error (MSE)) que quantifica a diferenca entre o vetor obtido (Y) e o vetor real (Y),

para todas os N casos em analise:

N

_ 1 Y 2
MSE = N;(YZ Y;) (2.9)

2.6 Comparacao de Algoritmos

Neste projeto, a comparacao dos diferentes algoritmos sera realizada com base no
teste nao paramétrico de Friedman, seguido do teste de Nemenyi [33]. O teste de
Friedman é utilizado para comparar a performance de k algoritmos em N datasets

distintos, com base em duas etapas:

1. Num primeiro passo, os k algoritmos sdo ordenados (ranked) para cada um dos
N datasets, separadamente, de acordo com a sua performance. Em caso de

empate, & atribuido a média dos ranks envolvidos.

2. A estatistica de Friedman (Fy) é calculada de acordo com os ranks atribuidos:

(N = 1)x%
N(k—1) = x%

12N Xk:RQ k(k +1)2

2 __
Xkt 1)

J 4

J=1

onde R; corresponde ao valor médio dos ranks para os N datasets em causa.

O valor desta estatistica é comparado com o valor critico para a distribui¢ao de F
comk—1e (k—1)(/N—1) graus de liberdade. A hipdtese nula que estabelece que todos
os algoritmos sao estatisticamente equivalentes. Neste teste, a hipdotese nula pode ser
rejeitada caso o valor de Fy seja superior ao valor critico F'(k — 1, (k —1)(N — 1)).

Uma vez rejeitada a hipdtese nula, pode realizar-se o teste de Nemenyi para
comparar todos os classificadores entre si [33]. Para este teste é necessario calcular o
valor da diferenca critica (Critical Difference (CD)), onde o valor critico ¢, ¢ baseado
na estatistica studentized range dividida por v/2:
k(k+1)

6N
Este teste estabelece que dois algoritmos apresentam uma performance

CD = qq (2.11)

estatisticamente diferente se os ranks médios para os algoritmos considerados

apresentarem uma diferenca de, pelo menos, o valor da CD.



Capitulo 3

Revisao da Literatura

Para o sucesso deste projeto é importante que se conheca o estado da arte. Por
um lado, é crucial perceber que abordagens sao seguidas no estudo de métodos de
imputacao e classificagao e, por outro lado, perceber que resultados foram conseguidos.
Ao longo deste capitulo serao dados a conhecer alguns trabalhos experimentais onde
sao testados algoritmos de imputacao de MD e de classificacao. Havera o cuidado de

evidenciar as técnicas, os datasets e os resultados a que os autores chegaram.

3.1 Trabalhos Relacionados

Em 2001, Troyanskaya et al. [6] testaram trés técnicas de imputagao em dados
de microarrays de ADN. O objetivo destes investigadores era entender qual o melhor
método para preencher as lacunas dos dados de que dispunham. Para tal recorreram
as observacoes completas e eliminaram dados numa percentagem de 1 a 20%, de modo
a poderem verificar a influéncia da quantidade de MD na qualidade da imputacao.
Dado que utilizaram conjuntos de dados que estao, inicialmente, completos, puderam
comparar o conjunto de dados original com os dados imputados. Como métodos de
imputagao usaram os métodos KNN, MI e Singular Value Decomposition (SVD), para
0s quais testaram varios valores para os parametros de cada algoritmo. O algoritmo
SVD devolve uma transformacao dos dados que permite obter os valores em falta
por regressao dos valores préprios desta transformagao. Neste método, o niimero ou

percentagem de valores a considerar para a regressao € o parametro a definir.

25



26 CAPITULO 3. REVISAO DA LITERATURA

Neste trabalho, os autores verificaram que o método KNN apresenta bons resultados
mesmo para MD de observagoes que se encontram expressas em clusters pequenos,
algo que nao acontece para os outros dois métodos testados, onde uma minoria perde a
expressao como na imputacao pela média. E notével, para a imputacao com KNN, que
houve apenas um pequeno aumento do erro da imputagao mesmo para a percentagem
maxima de MD testada — 20%. O método KNN apresentou resultados similares para
valores de K no intervalo 10-20, apresentando maus resultados para valores abaixo
ou acima deste intervalo. O algoritmo SVD apresenta imputacoes com menor erro,
mas esta técnica é mais sensivel ao tipo de dados usados. Dados com maior ruido
corrompem mais a qualidade da imputacao com SVD em comparacao com KNN. A
imputacao pela média apresenta os piores resultados deste estudo ainda que seja uma
boa alternativa, segundo os autores, a simples substituicao dos MD por zeros.

Em 2002, Batista et al. [13] compararam a técnica de imputagao com base no KNN
com outras duas técnicas de ML: CN2 e C4.5. Os autores recorrem a trés datasets
do repositério da University of California, Irvine (UCI) [34]: Bupa, Cmc e Pima,
conjuntos de dados que nao apresentam, originalmente, MD. Na andlise experimental
deste trabalho, os autores dividem os datasets em 10% pares de dados de treino e teste
pela aplicagao de validacao cruzada com 10 partigoes. Sao criadas lacunas nos dados de
treino em percentagens que vao dos 10 aos 60%. Na execucao experimental sao feitas
duas abordagens: (1) uma em que o algoritmo KNN ¢ usado para imputar as lacunas
dos dados de treino, dados que depois de completos darao entrada nos algoritmos CN2
e C4.5; e (2) uma abordagem em que os dados nao sao corrigidos quanto aos MD,
dados com que os algoritmos de classificacao ja referidos lidam internamente. Em
ambas as abordagens os algoritmos CN2 e C4.5 sao os classificadores usados para fazer
as comparacoes pretendidas.

Os resultados mostram que na generalidade das experiéncias realizadas o algoritmo
KNN para a imputacao supera os mecanismos internos dos algoritmos CN2 e C4.5 para
lidar com MD, ja que permite obter um menor erro na classificagao com o conjunto
de dados de teste. Ha& uma evidéncia importante neste trabalho: o algoritmo KNN
apresenta boa capacidade quando lida com altas percentagens de MD, que chegam,
neste trabalho, a 60% do ntimero total de observacoes do conjunto de dados.

Também no ano de 2002, Fessant et al. [18] apresentaram um estudo em que

aplicavam o método SOM, por um lado, para imputacao e, por outro lado, como
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algoritmo para detetar dados errados. Como método de imputacgao, o algoritmo SOM
é aplicado como se encontra descrito no Capitulo 2. Para a detecao de dados errados
o esquema ¢ simples: primeiro a observacao é ’apresentada’ ao mapa e é escolhido,
por minimizacao da distancia, o nodo que mais se relaciona com essa observacao. E
depois definido um coeficiente de representacao que relaciona a distancia da
observacao ao nodo que melhor a define com a distancia média das observacoes
associadas ao mesmo nodo. Dependendo do threshold que o utilizador define para o
coeficiente de representagao, a observagao pode ser considerada correta ou errada.
Durante a execugao experimental, recorreram aos métodos MI, hot-deck, MLP, com a
criacao de tantos modelos quantas as varidveis com MD, ao contrario da imputacao
com SOM, onde apenas criaram um modelo para todo o conjunto de dados.
Decidiram usar um mapa bidimensional e quadrado (7 * 7), para evitar o efeito borda.
As simulagoes foram realizadas com um conjunto de dados referente a um inquérito

sobre os transportes pessoais em Francga.

Os resultados para os métodos de imputacao testados mostram que a imputacao
com SOM atinge, com apenas um modelo para todo o conjunto de dados, resultados
muito semelhantes ao restantes métodos. A imputacao com MLP conduziu, no caso das
variaveis numéricas, aos melhores resultados, o que os autores associam a capacidade
do MLP como funcao de aproximacao. No caso da detecao de erros, o algoritmo
SOM apresenta bons resultados, mas necessita de haver bom senso na definicao do
threshold. Neste trabalho ficam assentes dois pontos importantes a favor do SOM: a
sua capacidade de lidar com vérios tipos de variaveis (numéricas, categdricas) e também
o facto de ser um modelo que permite a visualizacao para interpretacao dos resultados,

ao contrario, por exemplo, da imputacao com MLP.

J& em 2004, Acuna et al. [9] testaram quatro métodos de imputagdo em doze
datasets do repositério UCI [34]. Foram testados os algoritmos de imputacao ACC,
MI, MDI e KNN. Para classificagado os autores recorreram aos métodos Linear
Discriminant Analysis (LDA) e KNN. Para comparar os resultados dos diferentes
algoritmos de imputacao, os autores basearam-se na taxa de erro de classificacao
obtida com os dois classificadores usados. Na implementacao experimental para
quatro datasets com MD apenas foram utilizadas as varidaveis mais relevantes,
selecionadas de acordo com um método de filtragem dos mesmos autores. Foram

ainda eliminadas as varidveis cuja percentagem de MD fosse maior que 30% e todas
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as observagoes com mais de 50% de dados em falta. Nos restantes datasets foram
criadas lacunas, de modo aleatério e proporcional com o nimero de observagoes por
classe, em percentagens entre 1 e 20%. Para as duas situacoes, a estimacao do erro de
classificagao realizou-se por validacao cruzada com 10 particoes.

Os resultados mostram que para datasets com menor percentagem de observagoes
com MD nao ha uma diferenga muito evidente entre o algoritmo ACC e os métodos
de imputacao, diferenca esta que se torna evidente em conjuntos com maior nimero
de observagoes. Nao se verificou uma grande diferenca entre MI e MDI, o que pode
ser explicado pela existéncia de outliers nas duas direcoes da distribuicao dos dados,
levando a um efeito anulador do que se esperaria na presenca desses valores extremos.
A ACC apresenta os piores resultados para os datasets Sonar, Breast e German [34]
comparativamente ao outros dois métodos de imputacao, algo que pode ser explicado
pela distribuicao dos MD numa maior percentagem de observagoes. Por fim, os autores
concluem que a imputagao com KNN é a que permite, no geral, os melhores resultados
e explicam que se relaciona com uma maior robustez ao viés que se verifica com o
aumento da percentagem de MD.

Honghai et al. [8] apresentaram, em 2005, uma abordagem para imputagao de MD
com base no algoritmo SVM para regressao. O algoritmo SVM para a imputacao, que
estd apresentado no Capitulo 2, consiste na criagao de um modelo por cada variavel que
contenha MD e, treinado com os dados completos, preveja os melhores dados para os
valores em falta nesse variavel. No treino do modelo, a varidavel com MD serd tomada
como a saida do modelo e as restantes como entrada. Os autores deste artigo testaram
o algoritmo que propuseram no dataset SARS, onde trocavam a variavel com MD pelo
vetor das classes. A imputacao com SVM aqui proposta foi comparada com MI, MDI e
dois KNN, um com K = 2 e outro com K = 1. No final, a imputacao que obteve maior
precisao foi a executada com SVM. Os autores defendem, no entanto, que deve haver
dados de treino com observacoes completas suficientes para o treino do modelo, ja que
se houver poucos dados é evidente que havera influéncia na qualidade da imputacao
com SVM.

Richman et al. [35] publicaram em 2007 um trabalho em que compararam o método
de imputacao multipla, com recurso a um algoritmo SVM e a ANNSs para regressao, com
os métodos convencionais de regressao e MI. Realizaram as simulacoes em dois datasets

de climatologia: um com dados de precipitacao e outro com valores de temperatura.
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Dado que pretendiam auferir a qualidade da imputacao, recorreram aos dois conjuntos
de dados j4 citados mas com inclusao de 5, 10 e 20% de MD e realizaram dez simulagoes
para cada conjunto de dados gerados. Neste estudo foram ainda avaliadas as diferencas
na variancia das variaveis antes e apds a imputacao, e ainda realizada a imputacao pela
Analise de Casos Completos.

Para uma percentagem de 5% de MD os métodos de ML revelaram-se os melhores
dado que permitiram obter os valores mais baixos de MSE, sendo que o método da
imputacao pela média apresentou os piores valores para este parametro. Para os outros
dois valores de percentagem de MD testados, a tendéncia foi de um aumento do valor do
MSE, com um notoério pior resultado para a imputagao com ANN. Na imputacao pela
ACC verifica-se a maior diferenca de variancia das varidveis entre o dataset imputado
e os dados originais, sendo que a MI ocupa o segundo pior algoritmo na manutencao
da variancia original dos dados. Estes sao dois algoritmos que pelas suas formas de
atuacao levam naturalmente a perda de variancia: no caso da eliminacao de casos isto
deve-se a eliminagao de dados e por isso de informagao. Na Mean Imputation (MI),
nao hé informacao estatisticamente diferente acrescentada, por isso nao se recupera
a informacao perdida com os MD. A imputacao multipla com SVM apresentou os
melhores resultados na recuperacao dos dados originais.

Jerez et al. [7] apresentaram em 2010 um trabalho em que testam 6 métodos de
imputacao distintos para preencher as lacunas num conjunto com dados referentes a
pacientes de cancro da mama. Como métodos de imputacao, recorreram a MI, hot-
deck, ITmputagao Multipla (MImp), MLP, SOM e KNN. Ja como classificador, neste
trabalho foi usado um modelo ANN. O objetivo dos autores foi verificar a influéncia
da imputacao de MD na qualidade de classificacao de cada caso em recaida ao cancro
ou nao.

Para poderem ter uma base de comparacao, os autores deste trabalho decidiram
obter um valor de classificagao pela ACC. Todos os métodos de imputagao superaram
a area debaixo da curva (Area Under the Curve (AUC)) da Andlise de Casos
Completos, com a maior diferenca a ser obtida com KNN. Um teste ANOVA permitiu
concluir que os métodos de imputacao baseados em ML foram os que apresentaram
significativamente maiores aumentos na qualidade da classificacao, sendo que os
restantes nao tiveram efeito significativo. Para perceber a influéncia do tamanho do

conjunto de treino na qualidade da imputacao e classificacao, neste trabalho fizeram
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uma simulagao com eliminagao sucessiva de 10% dos dados de treino. Os resultados
mostram um decréscimo na qualidade da classificacao com a diminuicao dos dados de
treino, observacao que se torna mais evidente a partir dos 60% de dados de treino
eliminados. Ainda que a qualidade da classificacdo diminua, é de notar que a
diferenca entre a predigao com os dados imputados com a ACC aumenta com o
aumento dos dados de treino descartados, isto é, torna-se mais evidente a influéncia
da imputacao no aumento da qualidade da classificacao, sendo uma observacao

importante na aplicacao de imputacao a conjuntos de dados pequenos.

Em 2011 Silva-Ramirez et al. [15] propuseram uma abordagem para imputagao
com MLP diferente da que foi apresentada no Capitulo 2. Neste trabalho os autores
propoem uma abordagem com MLP que recorre a todas as variaveis como entrada e, ao
mesmo tempo, como saida da ANN. Dado que o niimero de neurénios de entrada e saida
da rede ¢ igual, o processo de treino necessita ser realizado apenas uma vez, em lugar
de correr uma vez por cada variavel que contenha MD. As experiéncias sao realizadas
recorrendo a datasets completos e introduzindo-lhes lacunas de forma aleatéria com
uma probabilidade de 5% em cada variavel. Os autores definiram também um limite de
metade das variaveis com MD para cada observagao. A amostragem foi feita segundo
o método hold-out, com uma razao de 2/3 dos dados para treino e o restante para
teste. Simultaneamente é realizada validacao cruzada com 10 partigdes para encontrar
a melhor combinacao de parametros para o MLP. O treino do MLP para imputacao ¢é
feito com o dataset com MD como entrada e o mesmo dataset completo como saida.
Com o MLP treinado recorre-se aos dados de teste para calcular o erro entre os dados

imputados e o conjunto de dados de teste original.

Dada a estrutura do algoritmo, os dois objetivos principais deste trabalho sao
perceber, por um lado, a influéncia dos diversos parametros do MLP na sua
performance e, por outro lado, perceber a robustez deste algoritmo ao lidar com MD.
Para tal recorreram aos métodos MI, regressao e hot-deck para comparar com 0s
resultados do método de imputagao proposto. O algoritmo Levenberg-Marquardt
revelou-se o melhor para o treino dos MLPs, método de imputacao que apresentou os
melhores resultados em oito dos quinze conjuntos de dados testados, com maior
énfase em datasets com variaveis categoricas. O maior contributo deste trabalho é a
possibilidade de realizar imputacao com dados que contéem MD e nao apenas com as

observacoes que estao completas, revelando-se mais util em situacoes reais. Foi feita
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ainda uma experiéncia com um classificador, uma variante do KNN, de onde se

concluiu que as reducoes da capacidade de classificacao atingiam um méximo de 5%.

Ja em 2015, Garcia-Laencina et al. [4] desenvolveram um trabalho com o objetivo
de avaliar o efeito de diversas abordagens aos MD na predigao da sobrevivéncia de
pacientes de cancro da mama. Neste trabalho os autores recorreram a um conjunto de
dados de paciente de cancro da mama do Instituto Portugués de Oncologia (IPO) do
Porto. Este dataset caracteriza-se por ter elevadas percentagens de MD: apenas 3% dos
casos nao apresentam MD em nenhuma das varidveis e h4 varidveis que apresentam 80%
dos casos sem valor para a mesma, havendo apenas 3 variaveis completas no conjunto
das 16 que constituem o dataset. Neste estudo, os autores recorrem a 3 métodos
de imputacgao e a trées métodos de classificagao: imputacao pela moda, Ezpectation-
Mazimization (EM) ou KNN e classificacao com KNN, DT, regressao logistica ou SVM.
Numa primeira abordagem os autores recorrem a métodos de classificagao capazes de
lidar com MD: KNN e DT. Numa segunda abordagem foram usados os classificadores

supra-referidos, mas com o conjunto de dados imputado.

Para a primeira abordagem, onde era realizada a classificacao com o dataset original
(com MD), os resultados nao foram bons. Devido a alta percentagem de MD associada
a algumas variaveis era atribuida a mesma classe a todos os casos. Para colmatar
este problema, os autores decidiram ignorar as varidveis com maiores percentagens de
MD, excluindo aquelas onde mais de 40% dos casos estivesse sem valor. No entanto
o problema na classificacao repetiu-se, levando a conclusao de que era indispensavel
a imputacao de MD para obter resultados melhores. Na abordagem com imputacao
antes da classificacao fica claro que a imputacao permite melhorar os resultados da
classificacao, ja que, logo com o método mais simples de imputacao, a imputacao pela
moda, se obtém uma classificacao mais valida que na abordagem anterior. O método
de imputacao KNN permitiu obter os melhores resultados para a classificagao. Quanto
aos métodos de classificacao, a decisao com DT levou aos piores resultados, muito
influenciados pelo viés que a classe maioritaria, sendo que o método de classificacao

com KNN permitiu as classificacoes de maior qualidade.
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3.2 Conclusao

Na Tabela 3.1 encontram-se, de uma forma resumida, as principais técnicas de
imputacao e classificacao usadas na literatura revista. Apresentam-se os valores de
percentagens de MD e os conjuntos de dados com que foram testados os métodos
e ainda as técnicas utilizadas para a amostragem dos dados para treino e teste das
diferentes abordagens.

Da literatura revista as principais conclusoes que se podem retirar sao a influéncia
dos métodos de imputacao na obtencao de conjuntos de dados completos que levam,
por um lado, a melhores classificagoes, mas também a uma manutencao da
variabilidade dos dados ou mesmo a contribuicao para a restituicao da variabilidade
inicial. H& ainda a observar que os métodos de imputacao com base em modelos de
ML conduzem, geralmente, as melhores imputagoes, isto quando comparado com os

métodos estatisticos convencionais.

Tabela 3.1: Datasets, algoritmos de imputacao, e classificagao, percentagens de MD e

estratégias de amostragem usadas nos estudos analisados

Publicagoes Datasets Algoritmos % de MD Classificacao Amostragem
Troyanskaya et al., v 3 datasets de KNN, SVD, MI 1-20% B B
2001 [6] microarrays de ADN
Batista et al., X
ansta et & Bupa, Cme, Pima (UCI) KNN 10-60% C4.5, ON2 CV 10-fold
2002 [13]
Fessant et al., Inquérito transportes MI, hot-deck,
2002 [18] pessoais em Franca MLP
Acuna et al. ACC, MI
crma et a2 12 datasets (UCI) : 1-20% LDA, KNN CV 10-fold
2004 [9] MDI, KNN
Honghai et al. MI, MDI,
onghai et al., SARS , B B B
2005 [8] KNN, SVM
Richman et al., 2 datasets:
relman o & arasers MImp, ACC, MI 5,10 e 20% - -
2007 [35] precipitacio e temperetura
Jerez et al., Dataset Cancro ACC, MI, hot-deck, MImp, Originalmente ANN CV 10-fold
2010 (7] da Mama MLP, SOM e KNN com MD
Silva-Ramirez et al., 14 datasets (UCI), MI, regression, 5% KNN CV 10-fold
5%
2011 [15] 1 Artificial hot-deck, MLP ’ Hold-out 70/30%
Garcia-Laencina et al., Dataset Cancro da Moda, EM, KNN, DT,
97% CV

2015 [4] Mama do IPO Porto KNN regressao logistica, SVM




Capitulo 4
Componente Experimental

O objetivo primordial deste trabalho é, como foi referido no Capitulo 1, implementar
o algoritmo OP-ELM como método de imputacao e comparar a sua performance com
outros métodos de imputacao ja utilizados para este efeito. Nas duas seccoes que
se seguem serao apresentados os conjuntos de dados e descritas, detalhadamente, as
simulagoes para as duas abordagens definidas. Num primeiro contexto recorre-se a
datasets completos, aos quais vai ser, artificialmente, inserido MD, para poder utilizar
os diversos métodos de imputacao. Por tltimo é feita a classificacao com os datasets
imputados. Na segunda abordagem pretende-se comparar a performance dos diversos

métodos de imputagao em datasets que originalmente contém MD.

4.1 Conjuntos de Dados Completos

4.1.1 Datasets

A estrutura de um conjunto de dados seguida ao longo da execucao experimental
deste trabalho é apresentada na Figura 4.1. Um conjunto de dados é assim
caracterizado por uma matriz X que contém N linhas, correspondendo aos diversos
casos/observagoes, com ‘d’ varidaveis. Existe ainda um vetor T que contém a classe a
que cada uma das observagoes pertence. Um valor em falta no conjunto de dados é
representado por '?7’. Durante as simulagoes recorre-se a uma matriz binaria (M) que
identifica os valores em falta. Essa matriz, que é do mesmo tamanho da matriz que

contém os dados, é uma matriz cujo valor é igual a 1 para os valores em falta e 0 nos

33
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restantes casos.

x | x| . | x T X | % | | X T

Figura 4.1: Representagdo esquematica de um dataset completo (a esquerda) e de um
dataset com MD (a direita). Neste esquema ’?’ representa uma lacuna nos dados. X

representa a matriz dos dados, com ’d’ varidveis. O vetor T representa o vetor das classes.

Nesta etapa do projeto utilizamos os conjuntos de dados completos apresentados
na Tabela 4.1. A escolha dos conjuntos de dados pretende estudar diversos cendrios
possiveis: datasets com um elevado nimero de observacoes e outros conjuntos de dado
mais pequenos; datasets com diferentes dimensionalidades, i.e., com um maior ou menor
nimero de variaveis; situacoes de classificacao binaria e também situagoes multi-classe
e os diversos tipos de variaveis que é possivel encontrar nos datasets, desde variaveis
continuas, inteiras/discretas ou categéricas. Os conjuntos de dados presentes neste
estudo foram obtidos no repositério de dados UCI e num repositério de dados da

Universidade de Bangor.

4.1.2 Simulacoes com datasets completos

Para que sejam validas as comparacoes entre os varios métodos de imputacao e
classificacao hé o cuidado, durante a componente experimental deste projeto, de manter
uma estrutura comum para os diferentes cendrios que se pretendem abordar e para os
diversos conjuntos de dados em causa.

Na Figura 4.2 encontra-se esquematizada a estrutura seguida na utilizacao dos

datasets completos para validar os varios métodos de imputacao e classificacao:

1) O primeiro passo que é feito nas simulages é a divisdo dos conjuntos de dados
originalmente completos em dois conjuntos disjuntos: um para treino e outro para

teste. A divisao foi feita recorrendo ao método hold-out, reservando para 70%
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Tabela 4.1: Conjuntos de dados completos utilizados na avaliagao de métodos de imputagao

e classificagao

Dataset  # Casos # Atributos (I,C,R) # Classes

Pima 768 8 (1/0/7) 2
Indian Liver 583 10 (1/1/8) 2
Tris 150 4(0/0/3) 3
Banknote 1372 4 (0/0/4) 2
Seeds 210 7(0/0/7) 3
Laryngeal 353 16 (1/0/15) 3
Voice 238 10 (0/1/9) 3
Transfusion 748 4 (0/0/4) 2
Telugu 871 3(3/0/0) 6
Red Wine 1599 11 (0/0/11) 6
Bupa 345 6 (0/0/6) 2

Dataset Dataset Dataset
Treino Treino com Treino Classificadores
Completo MD Imputado

Dataset Hold-Out
Completo 70/30 %

Imputagao

Dataset Dataset Dataset
Teste Teste com Teste
Completo MD Imputado

Modelo
Classificagdo

Accuracy

Figura 4.2: Esquema representativo do estudo feito em datasets completos.

dos dados para treino e os restantes 30% para teste. E de realcar que a proporc¢ao
de classes verificada no dataset original foi preservada nos dois conjuntos obtidos
apos a divisao, com o objetivo de nao enviesar os resultados. Por sua vez, o
dataset de treino é dividido em 10 parti¢oes com o intuito de realizar validacao
cruzada estratificada, quer seja na obtengao dos melhores parametros/modelos

de imputacao, quer no processo de classificagao. O facto desta validacao ser
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estratificada implica que a divisao preserve em cada uma das particoes uma

proporcao dos casos de cada classe igual a do conjunto inicial;

O segundo passo consiste na normalizacao dos dados. Nas simulagoes realizadas
recorreu-se a normalizacao utilizando média zero e desvio padrao um. Optou-se
por normalizar os dados de treino e guardar a transformagao, como o intuito de

normalizar os dados de teste com a mesma transformacao dos dados de treino;

Neste ponto procede-se a insercao de MD do tipo MCAR nos dados de treino e
teste completos de modo a obter os conjuntos de dados que deverao ser
imputados. Dado que se pretende verificar a influéncia dos métodos de
imputacao nos resultados das classificacoes para diferentes percentagens de MD,
existe a necessidade de abrir lacunas nos datasets em percentagens que vao dos
5 aos 70% -5, 10, 20, 30, 50 e 70%— de casos. Assim como na divisao dos dados
inicias em dados de treino e teste, a insercao de MD é feita de modo a obter a
mesma propor¢ao de observacoes com MD em cada classe. As varidaveis em que
os MD sao inseridos sao as que sao mais contributivas para o processo de
classificagao. A razao pela qual se escolheram as varidaveis mais relevantes para
a classificacao é poder ter um maior efeito nos valores obtidos para accuracy
aquando do teste de diferentes percentagens de MD. Para escolher as variaveis
ditas relevantes optou-se pelo calculo da IM entre cada uma das varidveis e o
vetor das classes (Tabela 4.2). Deste modo sao escolhidas as varidveis que
apresentam os maiores valores para esta métrica. Para cada conjunto de dados
completo, e para poder verificar a influéncia de MD em mais do que uma
variavel, inseriram-se, de forma incremental, MD na primeira, segunda e terceira
varidveis mais importantes (se a dimensao do dataset permitir). No caso do

esquema da Figura 4.1, as variaveis que contém MD sao as variaveis 1, 2 e ’d’;

No processo de imputacao foram usados, nas simulagoes, 5 métodos diferentes:
MLP, SVM, KNN, SOM e OP-ELM (proposto neste projeto). Na Figura 4.3

encontra-se esquematizada a logica de imputacao seguida neste projeto.

Os processos de imputacgao iniciam-se com a divisao do conjunto de treino em dois
conjuntos: um com as observacoes completas e outro com todos os casos em que

pelo menos uma variavel esteja em falta. No protétipo da Figura 4.1 a divisao
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Tabela 4.2: Informagao Mutua calculada entre cada varidvel e o vetor de classes. Os valores

para esta métrica encontram-se normalizados a unidade e foram calculados com os datasets

inicialmente completos

Dataset X, X, X X, Xs X6 X7 X3 Xo Xuo Xu X Xz X X5 Xy

Pima 577 28,41 554 7,63 2588 1174 186 13,16 - - - - - - - -

Indian Liver 13,97 0,59 6,80 5,82 31,49 18,16 20,74 043 1,51 048 - - - - - -

Tris 1953 727 39,00 34,20 - - - - - - - - - - - -

Banknote 52,56 32,73 13,36 1,36 - - - - - - - - . _ . .

Seeds 26,92 24,56 000 1352 11,08 672 17,20 -

Lanryngeal 0,13 3,46 15,99 3,86 4,09 7,43 10,86 10,44 9,77 6,34 785 121 9,66 2,12 2,14 4,67

Voice 0,64 57,52 0,00 0,25 0,00 0,00 8,21 25,35 0,35 7,69 - - - - - -

Transfusion 39,66 26,43 33,91 - - - - - . . . - - _ _ _

Telugu 32,07 42,43 2550 - - - - - - - - e

Red Wine 585 843 161 38 029 14,91 3587 000 065 39 2464 - - - - -

Bupa 569 26,73 19,80 10,78 28,54 847 - - - - - - - - - -

Dados com MD Completos/ Combinages de Variéveis com MD

Treino do
Modelo

Célculo
MSE

Atualiza
Parametros Parametro
Otimo

Imputagédo
Casos
Incompletos

Varidveis

Ne Neur. 4,6,...,30
comMD eur 46,30

Divisdo Casos

Dados
Imputados

Figura 4.3: Representacao esquematica do processo de imputacao seguido.

Incompletos

referida incluiria o primeiro e tltimo caso nas observacoes completas e as restantes
seriam consideradas incompletas. Uma vez obtidas as observagoes completas,
iniciar-se-ia a procura dos melhores parametros/modelos para a imputagao do
conjunto de dados especifico. Dado que podem existir varias variaveis com MD,
é necessario criar um modelo para cada combinacao dessas varidveis com MD.
No caso do esquema da Figura 4.1, temos 3 variaveis com MD, por isso podem
existir até 6 combinagoes de variaveis com dados em falta. No caso da observacao
da segunda linha, apenas a primeira varidvel esta em falta, por isso as restantes
variaveis serviriam como entrada ao modelo de imputacao e a variavel X, seria
incluida como saida do modelo, durante o treino com as observagoes completas.
No caso em que mais de uma variavel na mesma observacao contenha MD, ¢é
necessario criar um modelo para cada uma das varidveis com MD como saida

desse modelo.

Para cada combinacao de variaveis incompletas, e para cada parametro que se
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pretende avaliar, é criado um modelo de imputagao com nove das particoes
obtidas na divisao para CV. A dltima servira para testar o modelo e obter o
valor do MSE entre os dados imputados e os dados originais, que, no caso dos
datasets completos, estao disponiveis. KEste processo é repetido 10 vezes, de
forma a cada particao servir uma vez como particao de validacao. Uma vez
testados todos os parametros, escolhe-se o que conduziu ao menor valor médio
do MSE para as 10 iteracoes. Com o melhor parametro escolhido, cria-se um
modelo de imputagao e treina-se com todas as observagoes completas para
imputar os MD, processo que serd repetido para todas as combinacoes de

varidveis com MD.

Para a imputacao com MLP, o parametro que é decidido por CV é o niimero
de neurdnios da camada escondida. Para este parametro sao testados valores
ente 4 e 30. Na imputacao com SVM, dependendo do kernel a que se recorre
podem existir parametros diferentes a definir. O valor de C' tem de ser definido
para qualquer kernel, mas no caso de se usar um kernel Radial Basis Function
(RBF) ha ainda a definir o valor do parametro v (gama), que define a largura
da RBF. Neste projeto sao testados valores de C entre 107° e 100 e valores de ~
que variam entre 2719 e 2%, Na imputacao com KNN, o pardmetro a decidir é o
valor de K vizinhos que sao considerados para fazer a imputacao. Os valores que
sao testados para este parametro vao desde K=1 até ao valor da raiz quadrada
do niimero de observagoes do conjunto de treino. Para a imputacao com SOM, é
necessario definir o melhor tamanho para o mapa bidimensional. Neste projeto
assumimos que o mapa é quadrado e sao testados valores de 3 até 12 para o
tamanho de cada lado do mapa, ou seja, sao testados mapas de dimensao 3 * 3
até 12 x 12.

Para o conjunto de dados de teste, uma vez que ja se dispoe dos modelos que
levaram aos melhores resultados de validagao, ¢ necessario apenas dar como
entrada as observagoes completas para obter os valores a preencher nas lacunas
dos MD, havendo na mesma a necessidade de percorrer cada uma das

combinacgoes de variaveis em falta.

Para o efeito de classificacao recorreu-se, neste projeto, aos métodos KNN, SVM,

RF e MLP. A estrutura seguida para a classificacdo encontra-se representada
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na Figura 4.4. Para os diversos classificadores ha parametros que devem ser
ajustados de acordo com o dataset que se pretende classificar. No caso do KNN
é necessario definir o valor de K. J& para o algoritmo SVM ¢é necessario encontrar
o melhor valor de C e gama. Para o classificador RF o parametro a definir é o
niumero de arvores de decisao. Por fim, na classificagado com MLP é necessario
procurar o numero de neurénios da camada oculta. A procura dos valores, para
estes parametros, que contribuem para a melhor classificacao é feita por CV com
10 partigoes. Para cada partigao é treinado o classificador que é usado para
classificar a particao de validacao. E escolhido o parametro que conduzir ao
maior valor médio de accuracy das 10 iteracoes. Depois de encontrado o melhor
parametro para o classificador, procede-se ao treino do modelo, mas agora com
todo o dataset de treino imputado, e classifica-se o conjunto de teste, classificacao

que é comparada com a atribuigao de classes originais.

Treino do
Classificador

10 Iteracoes

Dataset
Treino Parametros
Imputado

Melhor
Classificador

Accuracy
Final

Dataset

Teste
Imputado

Figura 4.4: Representacao esquematica do processo de classificagao seguido com os diversos

métodos de classificacao.

4.2 Conjuntos de Dados com Valores em Falta

Um dos objetivos deste trabalhos é testar os métodos de imputacao que
apresentam melhores resultados nas simulagoes com conjuntos de dados completos em
datsets incompletos. A seguir apresentam-se as caracteristicas dos datasets a que se
recorreu para esta etapa do projeto, e fazer-se-4 a descricao da metodologia

implementada nas simulagoes.
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4.2.1 Datasets
Dataset de Cancro da Mama do IPO

Este dataset contém dados de 399 pacientes de cancro da mama do IPO do Porto.
Cada paciente corresponde a um caso do conjunto de dados e é caracterizado por 16
variaveis, apresentadas na Tabela 4.3: a idade; a localizacao do tumor; a topografia;
envolvimento contralateral da mama; tipo histologico; o grau de diferenciagao;
tamanho, niimero de nodos e de metastases; estado do tumor; expressao de recetores
hormonais; expressao de HER2; e o tipo de tratamento, desde o tipo de cirurgia,

regime de quimioterapia e o tipo de hormonoterapia.

Tabela 4.3: Varidveis que constituem o conjunto de dados de pacientes de cancro da mama
do IPO do Porto. A variavel idade é a tnica variavel continua do conjunto de dados, sendo
que o numero de categorias de cada uma das restantes varidveis se encontra indicado na

segunda coluna.

Variavel Categorias % MD
Idade - 0
Localizagao do Tumor 3 15,53
Topografia 9 0
Contralateral 2 0
Tipo histolégico 4 9,77
Grau de diferenciacao 3 16,79
Tamanho 4 1,5
Nodos 4 7,77
Metastases 2 14,04
Estado 7 22,06
Recetores hormonais 2 9,77
HER2 2 80,45
Cirurgia 5 13,78
Tipo de tratamento 8 8,02
Quimioterapia 6 43,36
Hormonoterapia 3 47,12
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No trabalho de Garcia-Laencina [4], onde o mesmo conjunto de dados é usado, os
autores deixam explicito que as 16 varidaveis que constituem este dataset foram
selecionadas pelo  staff médico do IPO com base em linhas orientadores
internacionais, experiéncia profissional, conhecimento, decisoes prévias e resultados
observados. O objetivo deste conjunto de dados é potenciar uma base para modelos
de previsao da sobrevivéncia a 5 anos, baseados nas variaveis apresentadas. Dado
isto, os casos sao divididos nas classes 0 e 1, conforme se preveja que o paciente nao
sobreviva ou sobreviva, respetivamente, no espaco de 5 anos. Neste conjunto de dados
existem 117 casos da classe 0 e 282 casos da classe 1.

O maior problema que este conjunto de dados apresenta é a elevada percentagem de
MD. A varidvel que codifica a expressao de HER2 apresenta valor apenas em 19,55%
dos casos deste conjunto de dados. Apenas 3 das 16 varidaveis que constituem este
dataset tém valor para todos os pacientes. Dos 399 casos que constituem este dataset
apenas 3% apresenta valor para todas as varidveis, um valor que é critico quando se

pretende fazer imputacao com base nos casos completos.

PIMA

Este conjunto de dados é constituido por 300 casos de mulheres com antecedentes
no povo Pima. Este povo apresenta uma alta taxa de doentes de diabetes, o que
levou investigadores a estudar as suas caracteristicas. Neste conjunto de dados sao
recolhidos alguns dados, desde o niimero de gravidezes, a concentragao oral de glucose,
a pressao diastolica, tamanho das dobra de pele nos tricipes, Indice de Massa Corporal
(IMC), valor da funcao de ascendéncia para a Diabetes e a idade, todas estas varidveis
que estao correlacionadas com o aparecimento da diabetes. Os individuos sao depois
classificados como sujeitos a doenga ou nao [36].

Como ¢ possivel observar na tabela 4.4, neste dataset em 3 das 7 varidveis que o
constituem hd MD. A percentagem maxima de MD observada ¢é de 32,67%. Dos 300
casos que constituem este conjunto de dados 33% apresenta algum valor em falta.

Os dois conjuntos de dados apresentados acima apresentam originalmente MD. No
entanto as suas caracteristicas sao distintas: no caso do conjunto de dados de cancro
da mama, apenas 3 das varidveis nao possuem MD, o que corresponde a 19% das

variaveis. Quanto ao tipo de variaveis, o primeiro dataset apresentado contém
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Tabela 4.4: Varidveis que constituem o conjunto de dados Pima e respetivas percentagens
de MD.

Variavel % MD
N° gravidezes 0
Glucose 0
Pressao diastélica 4,33
Pele tricipes 32,67
IMC 1
Ascendéncia Diabetes 0
Idade 0

essencialmente variaveis categoéricas, enquanto que o conjunto de dados Pima
apresenta apenas varidveis continuas. Ja no dataset Pima, existem 57% das varidveis
sem qualquer valor em falta. Nos dados de pacientes de cancro da mama, a variavel
com maior percentagem de MD apresenta, aproximadamente, 80% de lacunas,
enquanto que o valor maximo para o dataset Pima é de apenas 33%. Assim, é
possivel avaliar a respostas de diferentes métodos de imputacao e de classificacao em

abordagens distintas.

4.2.2 Simulacoes com datasets com MD

Ao contrario do que acontece com os conjuntos de dados completos, nos datasets
que originalmente contéem MD nao existem os valores originais, para que possamos
comparar com os obtidos com a imputacao. Por esta razao, e devido a reduzida
percentagem de casos completos de que se dispoe nestes conjuntos de dados, nao hé
casos suficientes para encontrar, por CV, os parametros dos métodos de imputagao
que levam aos melhores resultados nas classificacoes. Portanto, nas simulagoes desta
abordagem ¢é necessario imputar os conjuntos de dados com cada um dos parametros
possiveis para o método de imputacao. Nesta segunda abordagem, dado os resultados
que serao apresentados no Capitulo 5, foram utilizados os algoritmos de imputagao
SVM, KNN, SOM e OP-ELM. Os classificadores a que se recorreu foram os mesmos
que foram utilizados com os conjuntos de dados completos: KNN, SVM, RF ¢ MLP.

Para cada método de imputacao, em lugar do que acontecia na imputacao de
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datasets completos, nao ha um processo iterativo de procura dos melhores parametros
dos métodos de imputacao. Nesta abordagem o conjunto de dados é todo imputado
para cada um dos parametros do método de imputacao, sendo que se mantém a
divisdo em combinactes de variaveis incompletas. Assim, na imputacao com KNN os
parametros que sao testados sao os valores de K vizinhos, valor que sera testado de 1
até a raiz quadrada do numero de casos de treino. Para cada valor de K testado é
treinado um modelo para cada combinagao de varidaveis com MD. Sao imputados os
dados de teino em falta e depois, com o mesmo modelo, imputam-se os dados de
teste. Na imputacao com SOM serao testados mapas quadrados de lado 3 até 12. Na
imputacao com SVM surge um problema nesta abordagem: existem muitos valores de
C e v para testar. O valor de C varia entre 107 e 100 e os valores de ~ variam entre
2710 ¢ 219 o que levaria a testar 861 combinacoes destes dois parametros. Dado o
tempo que tal simulagao exigiria, decidiu-se testar valores de C e v que fossem
representativos da gama de valores testados na abordagem com casos completos.
Portanto, foram testados os valores le-3, 1, 10 e 100 para o parametro C e 27, 1 ¢
210 para o parametro 7. No caso da imputacao com o algoritmo OP-ELM nao é
necessario definir nenhum parametro, ja que a procura do ntimero étimo de neurénios

¢ definida internamente.






Capitulo 5

Resultados

Neste capitulo sao apresentados os resultados das simulagoes realizadas. Depois
serao dados a conhecer os resultados da imputacao e classificacdo nos conjuntos de
dados completos nas diferentes abordagens seguidas. Por tltimo apresentam-se os
resultados obtidos com os datasets que originalmente contém MD.

Na Tabela 5.1 sao apresentados os valores da accuracy obtidos com os quatro
métodos de classificacao usados neste projeto para os diversos conjuntos de dados
completos.  Como é possivel verificar, a necessidade de recorrer a diferentes
classificadores deve-se ao facto de se poderem obter os melhores resultados de
classificacao nos diferentes datasets para diferentes classificadores. Estes valores
servem também de base a comparacao com os resultados das classificagoes com os

conjuntos de dados imputados.

5.1 Variaveis Relevantes para a Classificacao

No Capitulo 4 ficou explicito que, na abordagem com os conjuntos de dados
completos, a insercao de MD foi feita nas varidveis 'mais relevantes’ para a
classificacao. Na Tabela 5.2 sao apresentados os valores de accuracy obtidos com o
conjunto de dados Iris, valores médios das 10 divisoes hold-out nos conjuntos de
treino e teste. No caso do dataset Iris, é possivel observar na Tabela 4.2 que as
variaveis mais relevantes para a classificagao sao a 3 e a 4, sendo as variaveis 1 e 2 as

menos relevantes, de acordo com o seu valor para a IM. As variaveis 3 e 4 do dataset

45
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Tabela 5.1: Valores de accuracy obtidos com os conjuntos de dados completos. A negrito

encontra-se realcado o maior valor de accuracy para cada conjunto de dados.

Dataset KNN SVM RF MLP

Pima 74,00 77,30 75,65 76,48
Indian Liver 69,77 70,00 69,60 70,80
Iris 94,89 96,00 95,56 96,67
Banknote 99,85 100 99,20 99,27
Seeds 92,06 90,63 90,95 92,54
Laryngeal 72,45 72,83 70,94 70,75
Voice 79,72 79,15 78,31 76,90

Transfusion 79,29 79,20 73,66 77,95
Telugu 87,25 87,90 8752 82,14
Red Wine 61,50 63,53 67,81 58,06
Bupa 62,52 70,87 71,36 67,57

Iris acumulam 73,20% da informacao relevante para a classificacao deste conjunto de
dados, sendo que se espera que a insercao de MD e consequente imputacao nestas

variaveis tenha um efeito significativo nos resultados da classificacao.

Tabela 5.2: Valores de accuracy obtidos com o classificador KNN, para todas as
percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Iris.

Varidveis 1 e 2 Variaveis 3 e 4

Métodos
de Imputagao
5 94,44 93,56 94,00 94,00 95,11 93,78 9422 93,11 94,44 93,56
10 95,11 94,00 9444 94,44 94,67 92,67 91,56 92,89 9244 92,67
20 95,56 94,44 9422 95,56 96,00 91,56 90,89 91,33 91,11 92,67
30 94,89 9444 9400 93,11 92,89 90,44 87,11 89,78 88,22 89,78
50 94,00 94,89 96,44 94,89 94,00 84,44 81,56 84,00 81,78 85,56
70 9444 96,00 84,89 9511 92,44 77,33 78,67 67,78 77,56 79,11

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM

% MD

Pelos resultados apresentados na Tabela 5.2 e na Figura 5.1 é possivel estabelecer
que a insercao de MD nas variaveis menos relevantes para a classificagao no conjunto de

dados Iris seguida da sua imputacao, nao tém um efeito tao destrutivo nos resultado da
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Figura 5.1: Valores de accuracy para a classificacio com KNN, para o dataset Iris, em
funcao da percentagem de MD: na subfigura (a), a inser¢ao de MD foi feita nas varidveis 1 e
2 enquanto que na subfigura (b) foram inseridos MD nas varidveis 3 e 4, as mais relevantes

para a classificagao.

classificacao como o que acontece nas variaveis 3 e 4. A insercao de MD nas varidveis 3
e 4 (as varidveis mais relevantes) leva a uma diminuigao da qualidade da classificacao
com o aumento da percentagem de MD. No caso da imputagao das varidveis menos
relevantes, a insercao de cada vez maiores percentagens de MD nao tem um efeito
significativo na diminui¢ao dos valores de accuracy e nao leva a uma ordem evidente
na diminuigao destes valores da classificacao. No caso das varidaveis imputadas 3 e 4, h&
um decréscimo da accuracy com o aumento da percentagem de MD. No caso em que a
percentagem de MD é 70%, é notavel que se atingem valores de 67,78% de accuracy com
a imputacao com KNN dos MD nas variaveis relevantes, sendo que para as variaveis
1 e 2 o valor mais baixo atingido é 84,89%, para o mesmo método de imputagao.
Olhando para os valores de accuracy para os dois conjuntos de variaveis imputadas e
para a percentagem de MD de 5%, verifica-se que, devido a reduzida quantidade de
dados que foram imputados, nao ha uma grande diferenca entre os valores de accuracy
para as duas situagoes e nota-se, ainda, que os valores estao proximos dos obtidos
com o conjunto de dados completo (Tabela 5.1). Nas Tabelas A.11, A.12 e A.13 estao
presentes os valores de accuracy obtidos pelos classificadores SVM, RF e MLP para o

dataset Iris, onde também sao validas as conclusoes apresentadas acima.
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5.2 Divisao Treino/Teste

Nas primeiras simulagoes a imputacao era realizada apenas para uma divisao
hold-out do conjunto de dados em conjuntos de treino e teste, como se encontra
representado na Figura 4.2. No entanto percebeu-se que os resultados nao estavam de
acordo com os obtidos por diversos autores para os mesmos conjuntos de dados que se
usaram nestas simulacoes. FEra esperado que a accuracy para os classificadores
testados diminuisse com o aumento da percentagem de MD. Na Tabela 5.3
apresentam-se os resultados obtidos com apenas uma divisdo treino/teste. Ao
contrario do que acontece na Tabela 5.2, onde os resultados sao uma média dos
valores de accuracy para dez divisdes treino/teste diferentes, com apenas uma
simulagao observam-se, por vezes, os mesmos valores de accuracy para percentagens
diferentes de MD. Esta situacao nao ¢ totalmente desprezavel caso se verificasse
pontualmente, devido a um conjunto de dados especifico. No entanto observa-se que,
por exemplo para a imputacao com SVM nas varidveis 1 e 2, para os 6 valores de
percentagens testados se obtém o mesmo valor de accuracy, ainda que estejamos a
falar de MD nas variaveis menos relevantes. De acordo com a literatura revista, onde
em alguns trabalhos se realizavam 10 simulagées com divisoes treino/teste diferentes,
neste projeto seguiu-se o mesmo raciocinio, permitindo obter resultados mais
concordantes com o esperado. Tal pode dever-se a eliminacao do efeito que apenas

uma divisao pode ter nos resultados.

Tabela 5.3: Valores de accuracy obtidos com o classificador SVM, para todas as
percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Iris, resultados de apenas uma simulagao.

Variaveis 1 e 2 Variaveis 3 e 4

Meétodos
de Imputagao
5 95,56 9556 95,56 95,56 95,56 95,56 93,33 95,56 95,56 93,33
10 95,56 95,56 97,78 95,56 97,78 93,33 95,56 93,33 93,33 93,33
20 95,56 95,56 97,78 97,78 95,56 93,33 95,56 93,33 93,33 88,89
30 95,56 95,56 97,78 93,33 95,56 95,56 91,11 9556 95,56 88,89
50 93,33 9556 97,78 95,56 97,78 91,11 8222 8444 88,89 88,89
70 95,56 9556 97,78 97,78 95,56 86,67 86,67 7556 77,78 84,44

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM

% MD

A escolha dos melhores parametros dos classificadores é feita por validagao cruzada
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(CV). Desta forma, com os dados de treino encontram-se os parametros que permitem
os melhores resultados de validacao e depois classificam-se os dados de teste com o
melhor modelo obtido. Para colmatar o efeito que se verifica na Tabela 5.3, onde para
diferentes percentagens de MD se observam os mesmos valores de accuracy, pensou-
se definir uma estrutura fixa para a classificacao. Esta estrutura fixa consistia na
utilizacao de classificadores com os parametros obtidos para os datasets completos.
Para as diferentes percentagens de MD e para os diversos métodos de imputacao, nao
era necessaria validagao cruzada para obter os melhores parametros. Seria apenas
necessario treinar o classificador com os dados de treino e classificar os dados de teste.
Esta abordagem mostrou-se infrutifera, e a situacao patente na Tabela 5.3 acontecia da
mesma forma. Assim, a abordagem seguida nas simulacgoes apresentadas a seguir foi de
dez simulagoes com dez divisoes diferentes em dados de treino e teste, numa proporgao
70/30%, e com os parametros do classificador a serem definidos por CV para cada

situacao simulada.

5.3 Dados Completos

A imputagao com o algoritmo MLP apresentou, em todos os conjuntos de dados
estudados, os maiores tempos de computacao, para todas as percentagens de MD
independentemente do ntumero de varidaveis onde eram eliminados valores. Este
resultado nao é surpreendente, ja que em todos os trabalhos que foram revisto ao
longo deste projeto, este algoritmo foi sempre apresentando como sua maior
desvantagem o seu tempo de computacao. Ainda assim, os resultados das
classificacoes com os dados imputados com MLP nao sao os que apresentam pior
accuracy. Nas tabelas que sao apresentadas com os resultados das simulacoes, estao
realcados, a negrito, os maiores valores de accuracy de entre os varios métodos de
imputacao para cada valor de percentagem de MD. Na Tabela A.1, a classificagao
com os dados cujas variaveis imputadas sao a 2 e a 5, apresenta os melhores valores
com a imputacao com MLP para todas as percentagens de MD, exceto para 5%, o
que demonstra que, apresar do tempo de imputagao, se obtém bons resultados de
classificacao comparativamente aos outros métodos.

A imputacao com o algoritmo KNN é descrita na literatura como uma abordagem

simples e répida, exceto para conjuntos de dados de maiores dimensoes. Nos
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resultados obtidos com os diversos conjuntos de dados verifica-se que ao algoritmo
KNN se associam, muitas vezes, os menores tempos de imputacao. Como é possivel
observar na Tabela A.34, com o conjunto de dados Voice, a imputacao com KNN é a
mais rapida para todas as percentagens de MD. No algoritmo KNN é necessério
calcular as distancias entre cada um dos casos, o que implica que para conjuntos de
dados maiores este algoritmo apresente maiores tempos de computacao. Como é
possivel verificar nos resultados, aumentado a percentagem de MD obtém-se menores
tempos de imputacao, uma vez que hé sucessivamente menos casos entre os quais se

necessita calcular a distancia.

O algoritmo OP-ELM apresenta uma grande vantagem comparativamente aos
restantes métodos de imputagao: nao ha a necessidade de encontrar um parametro
por CV. A selecao do valor 6timo para a camada de neurénios escondida é feita pela
avaliacao do erro da imputagao, sem a necessidade da definicao de um limiar do erro,
ja que antes da escolha do nimero 6timo de neurdnios, estes foram ordenados pela
sua relevancia, para que no final os neurénios que levam aos melhores sejam mantidos
e os restantes eliminados. Assim, nao hé a necessidade de percorrer um conjunto de
parametros possiveis para encontrar o que conduz aos melhores resultados, como
acontece nos restantes métodos de imputacao testados. O algoritmo de imputagao
baseado apresenta as vantagens de ter por base ANN, e de ser, ao contrario do que
acontece com o MLP, um algoritmo bastante rapido para as mesmas imputagoes. Nas
simulagoes que realizamos, nao é possivel estabelecer que este algoritmo seja o mais
rapido, ja que é muitas vezes ultrapassado pelo SVM e KNN em relagao aos tempos
de computagao. Ainda assim, é possivel afirmar que o algoritmo OP-ELM é robusto
quanto a dimensao dos conjuntos de dados, uma vez que mesmo para conjuntos de
dados grandes apresenta baixos tempos de computacao, ao contrario do que acontece

com o SVM e KNN; apresentado nesta medida uma enorme vantagem.

Na Figura 5.2 estao representados os valores médios do MSE para os 5 métodos de
imputacao testados, nas diferentes percentagens de MD inseridas e para as 10
simulagoes. Este erro é calculado entre os valores originais e os valores que sao
estimados na imputagao para preencher as lacunas dos MD. Nas Figuras 5.2a e 5.2b
estao representados os resultados do MSE para o dataset Transfusion, para as
variaveis 1 e 1-3, respetivamente, enquanto que nas Figuras 5.2c e 5.2d estao

representados os resultados do MSE para o dataset Telugu, para as variaveis 2 e 2-1.
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Figura 5.2: Valores médios e desvio padrao do MSE, calculados entre os valores imputados
e os valores originais. Nas subfiguras (a) e (b) encontram-se os resultados com o conjunto de
dados Transfusion para as duas combinagoes de varidveis com MD 1 e 1-3, respetivamente.
J4 nas subfiguras (c) e (d) encontram-se os resultados para o MSE com o conjunto de dados

Telugu para as duas combinagoes de variaveis com MD 2 e 2—-1, respetivamente.
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O aumento do nimero de variaveis onde ¢é inserido MD leva a um aumento mais
rapido do valor do MSE, para os dois datasets em causa. Este efeito é expectéavel,
dado que a presenca de MD em mais varidveis leva a menos casos completos
disponiveis para a imputagao. Nas Figuras 5.2a e 5.2b verifica-se que o algoritmo
MLP ¢ o que leva a um menor erro de imputacao.

Para comparar estatisticamente os valores de accuracy obtidos com os vérios
métodos de imputacao e classificagao testados, recorreu-se a estatistica de Friedman
(F), apresentada na Seccao 2.6. Foram considerados k& = 20 algoritmos (4 métodos
de classificacdo * 5 métodos de imputagao) e N = 11 datasets, os usados nesta
abordagem. Para cada dataset atribui-se um rank a cada algoritmo de acordo com a
accuracy obtida. Este processo foi realizado para cada percentagem de MD testada.
Na Tabela 5.4 encontram-se os valores de accuracy e respetivo rank entre parénteses.

Consultando tabelas da distribuicao de F, obtém-se, para 5% de significancia, que
F(19,190)=1,65. Para as percentagens de 5%, 10%, 20%, 30%, 50% e 70%, e de acordo
com os valores apresentados nas Tabelas 5.4, B.1, B.2, B.3, B.4 e B.5, respetivamente,
os resultados para F sao 3,517; 3,474; 3,020; 3,039; 2,607 e 3,852. Assim, dado que
todos os valores obtidos para Fy sao superiores ao valor tabelado da distribuicao de F
para esta situagao, rejeita-se a hipotese nula, o que implica que os resultados para os
diferentes algoritmos sao estatisticamente diferentes. Assim sendo, prossegue-se com
o teste de Nemenyi, para comparar a performance dos diversos algoritmos. O valor
critico (o) para k = 20 e 5% de significancia é 3,544, levando ao valor de C'D = 8, 940.
Dados isto, consideram-se estatisticamente diferentes os algoritmos cuja diferenca de
ranks for superior a 8,940. Dos ranks apresentados na ultima coluna da Tabela 5.4 é

possivel retirar as seguintes conclusoes:

1. A combinacao do método de imputacao MLP com o classificador SVM foi a que

permitiu obter o melhor rank;

2. Os melhores ranks sao obtidos com o classificador SVM, para qualquer um

métodos de imputagao testados;

3. A imputacao com OP-ELM permite obter, para os diversos classificadores, ranks
muito préximos dos obtidos, para os mesmos classificadores mas com métodos

de imputacao diferentes, nao havendo uma diferenca estatisticamente relevante,
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segundo o teste de Nemenyi, ja que a diferenca de ranks é sempre menor que o

valor da CD.

Estabelece-se, assim, que o algoritmo OP-ELM, ainda que nao conduza aos
melhores valores de accuracy, nao é estatisticamente diferente dos restantes métodos
de imputacao em andlise, apresentando desde logo uma grande vantagem a imputacao

com MLP, ja que apresenta um tempo de computagao inferior.

5.4 Dados Incompletos

Dados os resultados obtidos com os conjuntos de dados completos, foi excluida,
nesta segunda abordagem, a imputacao com o algoritmo MLP. Esta exclusao deveu-se
ao tempo de computacao deste algoritmo que, atendendo ao tempo deste trabalho,
tornou o seu uso impraticavel.

A seguir apresentam-se os resultados obtidos para a imputacao do dataset de
pacientes de cancro da mama do IPO do Porto e do dataset Pima.

Numa andlise prévia do conjunto de dados disponibilizado pelo IPO do Porto,
verificou-se que 3 das 16 variaveis tinham o mesmo valor em todos os casos completos.
Estas variaveis, que fornecem informagao sobre a expressao de recetores hormonais,
sobre o nimero de metastases e sobre o tipo de cirurgia. Dado que assumem o mesmo
valor em todos os casos, nao irao ser relevantes na classificacao, isto porque apos a
imputacao dos valores em falta para estas variaveis, os valores imputados iriam ser
iguais ao que a varidvel tem em todas as observagoes completas.

Os tempos de imputacao para este conjunto de dados corroboram os resultados
obtidos com os conjuntos de dados completo: os tempos de imputacao com SVM e
KNN encontram-se préximos, o tempo de imputagao do algoritmo SOM apresenta um
valor muito elevado e o algoritmo OP-ELM o valor mais baixo.

Para a imputacao com SVM foram testados os 12 pares de valores de C e v
apresentados na Tabela 5.6. Para o conjunto de dados de pacientes de cancro da
mama do PO do Porto, para os diferentes classificadores hé diferentes valores de K a
conduzirem aos melhores valores de accuracy, na imputagao com KNN. Neste caso, o
algoritmo de classificagago SVM é o que permite atingir a maior percentagem de

accuracy (82,50%), para um valor de K=9. J4 para a imputagao com SOM, o maior
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Tabela 5.5: Valores de acuracy obtidos com os diferentes classificadores e métodos de
imputagao testados com o dataset de pacientes de cancro da mama do IPO do Porto. Entre
parénteses, ao lado de cada método de imputagdo, encontram-se os valores do tempo de

simulacao para os métodos de imputagao.

Imputacao
SVM (23,000 KNN (34,16) SOM (47435,09) OP-ELM (0.17)
KNN 77,50 79,17 75,83 72,50
. - SVM 80,00 82,50 79,17 75,83
Classificagao
RF 81,67 80,83 80,83 65,83
MLP 76,67 78,33 78,33 75,83

valor de accuracy é obtido com o classificador RF, com um mapa de tamanho 3*3
nodos. No caso da imputacao com SVM, os melhores resultados para as diferentes
classificacoes sao obtidos para os maiores valores de 7, sendo relativamente constantes
quanto ao valor de C. Com os dados imputados com SVM o melhor valor de accuracy
obtido foi 81,67% para C=10 e v = 219,

Tabela 5.6: Parametros testados com o algoritmo SVM para imputacao.

C
le-3 1 10 100
2710 1 4 10
v 1 2 5 8 11
210 | 3 6 12

Este conjunto de dados apresenta apenas uma variavel nao categérica. Ainda que
tenham sido estudados conjuntos de dados com variaveis categéricas, como é exemplo o
dataset Telugu, que é constituido apenas por este tipo de variaveis, nao houve nenhum
dataset com variaveis categoricas com a dimensao do que ¢é estudado nestas simulagoes.
Nos resultados com o conjunto de dados Telugu a imputacao com OP-ELM conduziu
a valores de accuracy semelhantes aos que se obtiveram com os restantes métodos de
imputacao, havendo mesmo situagoes em que a imputacao com OP-ELM levou aos
melhores valores de accuracy.

Na Tabela 5.7 sao apresentados os resultados da imputacao do conjunto de dados

Pima. Ao contrario do que aconteceu com o conjunto de dados de pacientes de cancro
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da mama, com este dataset o algoritmo OP-ELM nao foi o que imputou os dados em
menor tempo. O algoritmo SVM foi o que demorou menos tempo na imputacao,
seguido do algoritmo KNN. Ja o algoritmo SOM ¢, novamente, o que demora mais
tempo na imputacao. Estas diferencas no tempo demorado, relativamente ao
algoritmo anterior, podem ser explicadas pelo tamanho e caracteristicas dos datasets.
O dataset Pima apresenta apenas 7 variaveis, enquanto que o dataset de cancro da
mama apresenta 13, durante as simulagoes feitas. Como aconteceu com os resultados
apresentados na Tabela A.45, o algoritmo KNN é sensivel tanto ao nimero de casos
como a dimensionalidade do dataset, apresentado tempos de imputacao maiores para
um maior numero de variaveis, quando em datasets de baixa dimensionalidade leva
aos melhores tempos de imputacao. Com o conjunto de dados imputado com
OP-ELM, nao se conseguiu, de novo, que fosse este algoritmo que conduzisse aos
melhores valores de accuracy, ainda que neste conjunto de dados apresente valores
mais préoximos dos que se obtém com os restantes datasets imputados. O facto de
existir uma maior percentagens de casos completos neste conjunto de dados pode ter
influenciado estes valores de accuracy a nao serem tao diferentes dos obtidos com os

restantes conjuntos de dados.

Tabela 5.7: Valores de acuracy obtidos com os diferentes classificadores e métodos de
imputacao testados com o dataset Pima. Entre parénteses, ao lado de cada método de

imputacao, encontram-se os valores do tempo de simulagao para os métodos de imputacao.

Imputagao
SVM (0,20) KNN (0,38) SOM (13,09) OP-ELM (2,26)
KNN 72,56 73,44 73,67 73,33
. - SVM 72,67 73,89 73,67 71,00
Classificagao
RF 74,11 72,67 73,56 72,67
MLP 72,89 73,33 72,56 73,11

Reunindo os resultados dos dois datasets, compararam-se estatisticamente os
valores de accuracy obtidos com os varios métodos de imputagao e classificacao
testados, recorrendo a estatistica de Friedman (Fy). Foram considerados k = 4
algoritmos (4 métodos de imputagdo) e N = 8 datasets (2 datasets * 4
classificadores). Para cada dataset atribui-se um rank a cada algoritmo de acordo

com a accuracy obtida. Na Tabela 5.8 encontram-se os valores de accuracy e



5.4. DADOS INCOMPLETOS o7

respetivo rank entre parénteses, com a ultima coluna a apresentar os valores médios

para cada algoritmo de imputacao testado.

Tabela 5.8: Comparacao dos quatro métodos de imputacao testados com os algoritmos

incompletos. Entre parénteses apresentam-se os valores que irao ser usados no teste de

Friedman.
_ Cancro da Mama Pima Rank
Tmputagao 5 G gvM RF MLP KNN  SVM RF MLP  Médio
SVM 77,50 (2) 80,00 (2) 81,67 (1) 76,67 (1,5) 72,56 (4) 72,67 (3) 7411 (1) 7289 (3) 2,1875
KNN 79,17 (1) 82,50 (1) 80,83 (2,5) 78,33 (1,5) 73,44 (2) 73,80 (1) 72,67 (3,5) 73,33 (1) 1,6875
SOM 75,83 (3) 79,17 (3) 80,83 (2,5) 78,33 (3) 73,67 (1) T3.67(2) 7356 (2) 72,56 (4) 2,5625
OP-ELM 72,50 (4) 7583 (4) 6583 (4) 7583 (4) 73,33 (3) 7L00 (4) 72,67 (3,5) 73,11 (2) 3.5625

Consultando tabelas da distribuicao de F, obtém-se, para 5% de significancia, que
F(3,21)=3,07. Para os resultados da Tabela 5.8, o valor de Fy é 4,26. Dado que o valor
obtidos para F ¢ superior ao valor tabelado da distribuicao de F para esta situacao,
rejeita-se a hipdtese nula, o que implica que os resultados para os diferentes algoritmos
sao estatisticamente diferentes. Assim sendo, prossegue-se com o teste de Nemenyi,
para comparar a performance dos diversos algoritmos. O valor critico (g,) para k = 3
e 5% de significancia é 2,569, levando ao valor de CD = 1,66. Dado este valor,
verifica-se que, para o teste de Nemenyi, o algoritmo que se destaca dos restantes pela
sua performance é o algoritmo KNN, sendo que os algoritmos SVM, SOM e OP-ELM
apresentam performances que nao sao estatisticamente diferentes.

O algoritmo OP-ELM é um método a aplicar quando se pretende imputar conjuntos
de dados de grandes dimensoes, j4 que apresenta o valor mais baixo para o tempo
computacional, comparativamente aos restantes métodos. Ainda que nao apresente
valores de accuracy superiores aos observados nos restantes métodos de imputacao,

apresenta valores que nao sao estatisticamente diferentes.
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Conclusoes e Trabalho Futuro

Os MD sao um problema muito comum no tratamento de dados. Lidar com esta
problemaética requer especial atencao quando se tratam de datasets médicos dos quais
se pretende fazer inferéncias dos melhores tratamentos a aplicar. Por isso, o primeiro
esforco a lidar com dados em falta deve ser perceber a sua origem e tentar corrigir esse

problema.

Neste trabalho foram implementados 5 métodos de imputagao: MLP, SVM, KNN,
SOM e OP-ELM paralelamente a utilizacao dos algoritmos KNN, SVM, RF e MLP
como métodos de classificacdo. As simulagbes foram realizadas em 11 datasets
completos e 2 datasets que, originalmente, apresentam MD. Os algoritmos foram

também testados com variaveis discretas.

Até ao momento da realizagao deste relatério, e segundo a literatura revista, nao foi
encontrada nenhuma referéncia onde tivesse sido alguma vez implementado o algoritmo
OP-ELM como método de imputagao. Neste projeto ficou assente que este algoritmo
consegue imputar os conjuntos de dados independentemente do tipo de variaveis e da
percentagem de MD que contenham, com bons resultados mesmo para datasets com
maior nimero de casos e maior dimensionalidade. Os resultados das classificagoes com
os conjuntos imputados mostram que a imputacao com OP-ELM leva a resultados
estatisticamente similares aos obtidos com os restantes métodos de imputagao. H&
um desfasamento entre os valores de accuracy obtidos com a imputagao com OP-ELM
e os que foram obtidos com os restantes métodos de imputacao, principalmente com

os datasets que contém originalmente MD. Ainda assim, a imputacao com OP-ELM

29
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mostrou permitir melhores tempos de imputagao do que outros métodos de imputacao,
com valores de accuracy proximos, sem a necessidade de definir qualquer parametro.
Esta conclusao é mais evidente quando comparamos o tempo de imputacao do MLP
com OP-ELM: sendo ambos métodos com base em ANN, o segundo apresenta tempos
de imputacao muito mais baixos, permitindo em certas situagoes melhores valores de
classificagao.

Dada a limitacao de tempo deste trabalho nao foi possivel comparar estes
algoritmos num maior numero de datasets incompletos, trabalho que deve ser
desenvolvido no futuro. Para além de testar com mais datasets, é importante
salientar que seria interessante, em termos de imputacao, estudar a natureza de MD
que estao presentes nos datasets e tentar inferir qual é o algoritmo que lida melhor

com cada realidade.
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Apeéendice A

Resultados com Conjuntos de

Dados Completos

Pima

Tabela A.1: Valores de accuracy obtidos com o classificador KNN, para todas as
percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Pima.

Variavel 2 Varidveis 2 e 5 Variaveis 2, 5 e 8
Métodos ~ MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputagao
5 73,87 73,57 74,00 73,65 74,22 73,35 73,43 74,22 74,61 74,04 73,87 74,17 74,04 74,04 74,26
10 73,83 7343 73,65 73,48 73,78 74,39 7391 73,61 74,26 73,83 74,00 73,52 73,96 7343 72,91
% MD 20 73,48 72,39 73,09 73,13 73,39 73,43 73,04 73,00 72,74 72,09 72,78 73,04 72,78 72,65 72,83
30 72,00 72,30 72,70 72,09 71,96 72,48 72,00 71,57 71,96 70,96 71,09 72,00 72,43 72,78 72,65
50 70,00 70,17 70,70 69,83 71,13 69,96 69,87 69,52 69,48 69,52 69,91 69,43 69,30 69,48 68,96
70 71,00 69,52 70,39 69,57 68,78 68,52 67,57 67,00 68,26 67,22 67,78 66,35 66,48 68,35 66,87

Tabela A.2: Valores de accuracy obtidos com o classificador SVM, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Pima.

Variavel 2 Varidveis 2 e 5 Variaveis 2, 5 e 8

Métodos

de Imputacao
5 76,91 77,13 77,22 77,35 77,70 76,74 77,48 77,00 77,26 77,13 77,00 77,39 77,39 77,35 76,87

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM

10 76,13 76,70 77,04 77,39 76,48 76,74 76,70 7687 77,04 76,78 76,91 7643 76,70 76,87 76,74
% MD 20 77,09 76,13 75,61 76,00 76,17 76,57 7574 7526 7591 75,57 76,52 76,09 7561 76,04 75,09
30 75,83 75,09 75,00 74,39 75,04 75,04 7443 7457 75,43 74,91 75,13 7474 7474 75,22 75,17
50 72,57 7283 7291 72,48 73,22 7243 73,30 7291 73,00 72,43 72,39 7239 72,87 71,70 71,83
70 71,22 71,35 70,61 70,96 70,78 69,48 70,83 69,35 71,09 69,83 68,30 71,04 6943 70,39 69,30

65
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Tabela A.3: Valores de accuracy obtidos com o classificador RF, para todas as percentagens

de MD testadas e para os diferentes métodos de imputacao em andlise, para o dataset Pima.

Varidvel 2 Varidveis 2 e 5 Varidveis 2, 5¢ 8
Métodos ~ MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 75,91 74,70 75,57 75,39 75,48 75,39 76,04 7591 75,70 76,00 75,30 75,48 76,04 7517 75,39
10 75,43 74,26 75,26 75,04 76,00 75,04 75,26 75,04 74,52 74,78 74,43 74,39 75,91 7548 74,22
% MD 20 74,48 7391 74,17 74,13 73,65 75,00 74,39 73,91 73,83 73,83 74,22 74,61 75,04 73,83 74,52
30 73,22 73,09 73,04 72,57 72,61 73,70 74,09 73,61 72,87 73,83 72,43 72,78 71,96 72,39 72,91
50 72,30 72,52 72,61 72,30 72,57 70,96 72,65 72,09 73,13 71,70 70,96 70,61 71,17 71,17 70,70
70 71,26 70,65 70,39 72,04 70,39 69,57 69,83 69,48 70,09 69,13 68,04 68,91 67,35 69,87 68,35

Tabela A.4: Valores de accuracy obtidos com o classificador MLP, para todas as
percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Pima.

Variavel 2 Varidveis 2 e 5 Variaveis 2, 5 ¢ 8
Métodos N MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM
de Imputacao
5 76,65 75,61 76,26 75,52 76,26 75,87 74,35 75,57 75,83 75,65 76,87 74,96 75,61 75,09 75,96
10 74,65 74,70 75,04 75,96 76,30 75,13 74,91 76,57 7448 74,35 75,30 75,91 76,57 76,61 75,17
% MD 20 75,57 73,61 73,48 75,04 75,17 75,17 75,30 74,22 75,57 74,43 76,65 74,26 75,43 72,04 75,04
30 73,65 73,48 75,13 7443 73,65 73,87 74,09 73,17 74,35 72,83 73,22 74,70 73,96 74,70 74,13
50 73,91 72,61 72,61 72,35 72,74 72,83 71,09 71,13 72,61 73,00 70,78 71,78 70,87 71,52 70,22
70 71,17 70,87 70,26 71,91 70,17 69,17 71,57 69,26 70,39 69,91 67,96 70,22 68,00 70,22 69,74

Tabela A.5: Tempo, em segundos, que os diferentes métodos de imputagao demoraram,

para todas as percentagens de MD testadas com o dataset Pima.

Varidvel 2 Varidveis 2 e 5 Varidveis 2, 5 e 8

Métodos
de Imputacao
5 3513294 29,798 14,414 17,039 26,748 10085,368 109,496 49,137 62,882 94,225 20952,726 285972 144,165 202,995 267,471
10 3373,571 26470 12,703 15,993 24,209 9197474 88,054 40,949 60,647 84,856 18857,699 204,586 103,710 193,013 221,686
20  3094,839 21,167 10,497 15,565 21,357 8018,080 55,394 20,738 61,985 63,706 15600,452 102,585 41,740 194,580 150,275
30 2800,297 16,358 8,615 15,427 18,399 7404,228 33,447 13,824 66,306 49,003 22533,818 51,356 22,932 234,098 110,283
50 2466,713 9,022 3,896 16,002 12,773 13807,323 10,843 5,619 91,425 32,835 23767,392 11,935 7,968 437,296 39,234
70 6152,349 3,703 1,859 19,252 8,878 7814813 2,737 2,341 187,860 8,434 8190,895 4,661 4,964 1402,440 9,972

MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM  OP-ELM MLP SVM KNN SOM OP-ELM

% MD
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Tabela A.6: Valores de accuracy obtidos com o classificador KNN, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Indian.

Variavel 5 Varidveis 5 e 7 Varidvel 5, 7 e 6
Métodos ~ MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 69,11 69,25 69,11 69,11 69,40 69,68 68,68 69,11 6897 69,54 70,40 69,25 69,40 69,68
10 69,11 6897 68,53 69,68 70,11 68,97 69,83 68,68 68,97 69,40 69,54 69,40 69,54 69,68
% MD 20 69,54 69,83 68,82 68,82 68,68 70,40 70,26 69,11 70,69 70,69 68,68 70,55 70,69 68,97
30 69,97 6925 69,83 6897 68,68 67,96 69,25 69,25 69,68 69,97 70,11 69,97 70,11 68,97
50 70,40 68,53 70,11 69,54 69,25 69,11 69,97 70,11 69,97 70,40 69,11 69,25 70,55 70,26
70 6897 70,55 70,83 70,69 70,69 70,69 69,40 71,12 70,40 69,25 68,68 70,98 70,26 70,55

Tabela A.7: Valores de accuracy obtidos com o classificador SVM, para todas as
percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Indian.

Variavel 5 Varidveis 5 e 7 Varidveis 5, 7 e 6
Métodos MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 70,83 70,26 70,40 70,55 71,70 71,98 7141 69,97 70,55 70,40 72,27 7184 7213 7112 71,26
10 71,12 7155 71,98 70,11 71,12 71,12 7126 7126 71,84 69,68 70,83 71,98 71,98 71,26 70,69
% MD 20 70,69 71,55 70,26 70,11 71,26 70,11 71,55 69,54 70,40 69,97 71,12 70,98 71,98 69,97 70,83
30 70,11 70,83 70,55 70,69 70,98 71,12 70,83 70,55 70,26 71,55 70,83 71,12 69,83 71,26 70,69
50 68,82 7026 69,83 70,83 69,54 70,55 70,98 69,97 70,26 71,55 71,12 7098 71,84 69,83 68,82
70 71,70 7141 7040 7083 70,26 7141 71,84 7055 70,83 71,12 70,55 70,11 70,69 70,98 71,41

Tabela A.8: Valores de accuracy obtidos com o classificador RF, para todas as percentagens

de MD testadas e para os diferentes métodos de imputacao em andlise, para o dataset Indian.

Varidvel 5 Varidveis 5 e 7 Varidveis 5, 7 e 6
Métodos MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 69,68 72,13 70,40 70,98 69,97 68,82 7026 70,26 70,11 70,40 68,25 70,55 69,68 70,26 70,26
10 70,83 69,68 71,26 (9,40 70,40 68,10 69,11 69,83 69,97 69,83 68,10 72,56 70,69 68,97 68,82
% MD 20 70,69 69,83 7040 72,13 71,98 71,55 70,11 70,11 70,11 67,82 70,11 69,83 72,27 69,25 70,69
30 71,84 71,70 69,83 69,68 70,83 72,99 70,55 70,98 7141 70,83 70,11 70,98 70,83 69,40 68,68
50 70,69 70,40 68,39 71,55 71,55 71,26 67,96 69,68 69,83 68,82 68,10 71,12 70,40 69,40 68,68
70 71,12 72,41 6954 7155 70,40 70,83 69,97 70,40 70,98 70,69 68,39 69,11 69,68 69,97 69,11
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Tabela A.9: Valores de accuracy obtidos com o classificador MLP, para todas as
percentagens de MD testadas e para os diferentes métodos de imputagdao em andlise, para o

dataset Indian.

Variavel 5 Varidveis 5 e 7 Varidveis 5, 7 e 6

Métodos

de Imputacao
5 69,54 70,55 70,11 71,12 70,55 68,39 72,70 70,26 72,70 70,83 70,83 69,25 71,41 70,98 70,98

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM

10 7011 69,83 69,68 71,26 69,97 68,68 71,12 71,12 70,69 69,25 70,98 6925 70,69 70,69 69,68
gmp 20 TO98 6925 6997 6951 70,98 | 7083 71,41 71,12 70,83 69,25 7112 70,83 72,13 69,25 69,54
30 72,41 7098 7026 70,11 70,69 6853 69,97 7011 71,98 68,10 70,83  69.83 69,25 69,40 69,11
50 70,11 69,54 71,70 70,40 70,26 70,69 69,11 7026 70,69 71,12 | 70,69 70,55 7026 69,40 70,26

70 69,25 69,25 70,55 69,97 69,83 70,26 68,68 70,69 69,97 69,68 71,98 6954 70,40 68,68 69,54

Tabela A.10: Tempo, em segundos, que os diferentes métodos de imputacao demoraram,

para todas as percentagens de MD testadas com o dataset Indian.

Variavel 5 Varidveis 5 e 7 Variaveis 5, 7 e 6

Métodos MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM OP-ELM
de Imputagao
5 3663,113 17,853 7,528 19,136

10 3350954 15,629 7,712 17,108

20 3240,087 12,409 5,694 17,235

30 3111,116 10,037 4,030 18,751

50  3166,728 5,590 2,473 18,856

70  3886,158 2,445 1,419 22,874

13772483 60,635 30,686 71,567 62,327 30781,008 163,160 64,435 199,596 169,722
13738,905 48,658 23,315 68,093 55,373 28999,063 122,334 41,114 198,194 146,156
12889275 32,948 12,292 67,218 46,704 26614,968 63,352 24,424 208,545 118,138
12938,787 19,757 8,769 72,538 39,010 32341,880 30,919 13,274 247,469 99,450
18211,058 5,991 3,716 107,833 27,184 30447,226 6,465 5,424 499,317 24,142
9546,856 1,619  1.850 238,310 5,980 8015.714 2,334 4,238 2099,174 6,586

% MD
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Tabela A.11:

69

Valores de accuracy obtidos com o classificador SVM, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Iris.

Variaveis 1 e 2

Variaveis 3 e 4

Métodos

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 96,00 96,00 96,22 95,78 95,78 94,89 95,11 96,00 94,89 94,67
10 96,22 95,78 96,22 96,67 96,22 94,89 93,11 94,44 94,00 94,00
% MD 20 94,67 95,11 96,00 96,67 95,56 94,22 92,00 93,56 93,11 94,00
30 96,22 96,00 96,22 96,00 95,11 92,89 8956 90,22 90,89 92,89
50 94,44 96,00 95,11 95,78 94,00 86,89 84,67 81,78 84,00 87,56
70 93,33 96,22 82,67 95,11 92,22 7911 78,89 69,33 79,33 79,56
Tabela A.12: Valores de accuracy obtidos com o classificador RF, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Iris.

Variaveis 1 e 2

Variaveis 3 e 4

Métodos MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM
de Imputacao
5 9556 95,78 9511 95,78 9533 96,00 9467 9489 95,56 95,56
10 96,22 9556 9533 95,56 95,56 94,89 9378 9378 93,78 93,33
opp 20 9578 9536 96,00 0578 94,89 93,78 93,11 9280 92,22 93,11
30 9480 9556 96,44 94,89 95,56 91,56 89,33 90,00 90,22 91,78
50 96,67 9578 9622 95,78 95,56 87,78 86,67 8222 85,11 87,33
70 9533 9644 96,67 95,78 96,00 7978 7956 6622 79,11 80,22
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Tabela A.13:

Valores de accuracy obtidos com o classificador MLP, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Iris.

Variaveis 1 e 2

Variaveis 3 e 4

Métodos MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 9222 0422 0444 9467 95,56 | 9511 9400 9556 95,78 95,11
10 9578 96,22 9578 96,00 96,22 | 9400 93,11 94,44 94,44 93,78
goup 20 467 9622 9689 9480 94,67 93,56 92,22 9289 91,11 93,11
30 96,00 9533 9511 9422 95,33 90,67 88,00 91,33 92,22 91,56
50 9422 95,11 9333 93,56 95,11 | 8556 79,11 8333 85,78 85,11
70 9556 9511 8222 9578 9556 7578 77,56 62,80 79,11 80,00

Tabela A.14: Tempo, em segundos, que os diferentes métodos de imputacdo demoraram,

para todas as percentagens de MD testadas com o dataset Iris.

Varidveis 1 e 2

Varidveis 3 e 4

Métodos MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM
de Imputagao
5 12950501 643,97 69,59 442051 940,83 | 14646515 327,97 69,09 448290 973,29
10 11431740 506,04 62,59 486879 734,77 | 13519742 26921 65,01 489220 758,76
oup 20 1070786 33590 48,21 546214 50116 | LS5TS32 19854 52,19 570008 52286
30 102807,79 17844 39,74 720746 31324 | 12255228 110,11 40,30 734946 350,15
50 10488127 63,39 27,96 12537.8% 167,34 | 178013,65 64,51 31,02 1344506 190,53
70 12147242 4090 29,17 3485537 8941 92901,14 4581 26,54 4175342 94,91
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Tabela A.15: Valores de accuracy obtidos com o classificador KNN, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagao em andlise, para o

dataset Banknote.

Variavel 1 Varidveis 1 e 2 Variaveis 1, 2 e 3
Métodos ~ MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 99,42 99,59 99,59 99,20 99,59 9947 99,51 9944 99,10 99,42 99,13 99,30 99,15 98,59 99,13
10 9937 9942 9932 98,88 99,44 98,74 98,69 98,83 98,11 98,79 98,35 98,40 9833 97,52 98,23
o MD 20 98,93 98,93 9835 97,82 98,62 97,09 97,55 96,33 95,75 97,38 96,21 96,12 9536 93,79 95,46
30 9835 98,64 9760 97,57 98,01 94,95 9481 9386 93,33 94,49 91,80 92,60 91,97 90,32 92,43
50 9743 97,72 96,00 96,48 97,11 88,16 88,47 86,36 86,94 87,89 82,62 83,23 80,92 8148 82,43
70 96,65 97,09 93,11 96,70 96,46 81,12 80,39 74,59 79,64 79,85 68,64 70,90 66,43 69,17 69,32

Tabela A.16: Valores de accuracy obtidos com o classificador SVM, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Banknote.

Variavel 1 Varidveis 1 e 2 Varidveis 1, 2 e 3

Métodos
de Imputacao
5 99,66 99,66 99,68 99,37 99,54 99,56 99,56 9949 99,13 99,37 99,37 99,32 9930 98,71 99,15
10 99,42 99,39 9944 9883 99,47 98,98 98,96 9888 98,25 98,74 98,64 98,52 9847 97,67 98,45

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM

gD 20 9903 99,05 9854 979 98,54 97,00 97,33 96,67 9573 97,28 96,26 96,19 9541 94,44 95,85
30 9850 98,59 97,67 97,38 97,91 9495 9522 9422 9388 94,66 9248 92,96 91,97 90,51 92,55
50 9738 97,43 9592 96,36 96,72 80,03 89,17 8682 87,84 88,35 83,60 83,81 80,85 8245 83,06
70 96,89 9684 9306 96,04 96,04 80,68 80,95 7357 80,39 79,76 7146 72,31 6587 70,10 69,76

Tabela A.17: Valores de accuracy obtidos com o classificador RF, para todas as
percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Banknote.

Variavel 1 Varidveis 1 e 2 Varidveis 1, 2 e 3

Métodos

de Imputacao
5 98,93 9891 98,86 98,69 98,91 98,93 98,91 98,81 98,64 98,96 98,83 98,67 98,57 98,16 98,45

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM

10 9879 98,88 9869 98,33 98,81 98,45 98,45 9811 97,96 98,06 98,30 98,08 97,74 97,50 97,91
gMp 20 9854 9852 9791 9T 97,94 96,80 97,11 96,17 9561 96,84 95,87 9566 9527 94,25 95,56
30 98,30 9823 97,33 9692 97,62 9466 95,15 9357 9328 94,68 9146 92,91 9204 90,49 92,72
50 9675 97,31 9558 9587 96,58 8845 89,13 87,72 87.84 88,76 8286 82,82 80,70 83,54 8284

70 96,41 96,55 93,40 95,56 96,07 83,25 81,38 77,06 81,31 81,89 68,83 71,92 67,77 71,92 70,83
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Tabela A.18:

Valores de accuracy obtidos com o classificador MLP, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Banknote.

Varidvel 1

Variaveis 1 e 2

Varidveis 1, 2 e 3

Métodos ~ MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputagao
5 98,79 98,86 98,98 98,40 98,67 99,03 98,83 98,52 98,40 98,81 98,79 98,37 98,35 97,77 98,16
10 98,69 98,62 98,69 97,96 98,59 98,40 97,77 97,77 96,94 97,91 97,86 97,43 97,60 96,72 97,40
% MD 20 98,20 98,11 97,60 97,74 96,21 96,46 96,09 94,85 96,09 95,39 95,66 95,44 92,94 94,76
30 97,62 97,67 97,01 95,44 97,14 93,93 94,44 93,83 91,77 93,74 91,41 92,01 91,31 89,59 91,97
50 96,75 96,43 95,63 93,30 95,44 86,60 87,84 86,38 84,93 87,43 81,21 83,01 80,56 80,07 78,88
70 94,61 95,17 92,69 91,36 93,52 77,57 78,45 73,67 75,10 76,21 68,45 68,79 66,55 67,96 67,14

Tabela A.19:

para todas as percentagens de MD testadas com o dataset Banknote.

Tempo, em segundos, que os diferentes métodos de imputagao demoraram,

Varidveis 1, 2 e 3

Variavel 1 Variaveis 1 e 2
Métodos ~ MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM OP-ELM
de Imputagao
5 17594,625 693,550 44,140 12,717 35,705 43835,672  1726,956 160,335 47,924 123,967 86071,697 3168,108 394,439 134,080 281,776
10 16121218 595,028 39,786 11,777 32,615 38395,191 1328,638 121,917 43,521 102,127 70399,885 2236,212 305,259 134,067 234,300
% MD 20 14476,512 441,545 31,968 11,327 28,246 28452,276 739,786 76,432 41,855 79,507 43915,643 1055,035 154,683 125,238 165,254
30 11766,456 314,887 24,201 12,157 23,519 20251,288 388,168 47,212 42,426 58,916 28171,175 440,611 58,586 129,088 117,457
50 7225,089 120,800 13,043 10,751 16,667 8731,807 76,200 11,574 47911 32,788 10679,591 46,771 13,824 192,579 66,676
70 4178,333 30,509 4,639 12,397 10,722 3232,668 6,588 3,690 85,795 15,686 11654,917 3,379 6,204 639,312 9,422
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Tabela A.20: Valores de accuracy obtidos com o classificador KNN, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Seeds.

Variavel 1 Varidveis 1 e 2 Varidveis 1,2 e 7
Métodos MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 92,52 91,75 92,06 91,90 92,06 92,52 91,11 92,06 91,27 92,06 92,06 90,95 91,11 91,43 91,43
10 92,52 91,11 91,90 91,59 92,06 92,52 9143 91,59 9143 92,06 91,61 9127 90,63 90,79 91,11
o MD 20 92,52 9143 91,90 91,90 92,06 92,06 90,79 91,59 91,59 91,90 90,25 91,27 90,95 90,32 90,79
30 92,06 9095 91,75 92,06 91,75 91,61 91,59 91,11 91,59 91,59 90,25 89,84 91,11 89,37 90,63
50 92,06 91,59 91,59 91,75 91,90 91,38 91,59 90,63 91,27 90,95 88,89 89,68 89,68 90,00 89,84
70 92,06 91,11 91,43 91,27 92,06 91,84 9143 90,79 91,75 89,52 89,12 89,68 73,33 90,79 88,89

Tabela A.21: Valores de accuracy obtidos com o classificador SVM, para todas as
percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Seeds.

Varidvel 1 Varidveis 1 e 2 Varidveis 1, 2 e 7
Métodos MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM
de Imputacao
5 92,06 92,06 90,63 90,95 90,63 91,61 91,90 90,79 91,27 90,63 91,16 91,90 90,16 90,79 90,16
10 91,61 9143 90,79 91,75 90,63 92,06 91,59 9143 91,27 90,79 89,57 91,27 91,11 90,79 90,00
% MD 20 92,06 92,54 90,63 91,11 90,95 92,29 91,43 91,75 92,54 90,63 90,48 90,00 90,48 90,32 90,16
30 92,06 92,38 91,75 91,59 90,79 92,29 9238 9254 92,86 91,59 90,25 90,63 89,52 90,00 91,11
50 92,06 92,54 92,06 92,22 90,79 91,84 92,70 90,95 92,22 90,79 87,30 89,84 90,63 90,16 88,25
70 91,61 92,06 92,38 91,43 91,11 93,42 92,22 89,21 91,75 91,27 88,66 88,57 74,44 89,37 88,41

Tabela A.22: Valores de accuracy obtidos com o classificador RF, para todas as
percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Seeds.

Variavel 1 Varidveis 1 e 2 Varidveis 1, 2 e 7
Métodos MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 91,84 90,16 90,32 91,11 91,90 90,93 92,54 90,63 92,22 90,95 91,84 89,84 89,84 90,63 91,75
10 91,38 91,43 9048 91,27 90,95 91,84 91,90 90,16 90,32 91,27 90,93 89,68 90,79 90,48 90,32
% MD 20 91,61 9143 9048 91,59 91,11 90,48 90,95 91,27 90,79 90,79 89,34 88,57 89,21 90,00 89,21
30 90,93 90,79 90,63 89,84 91,75 90,93 90,16 90,95 90,16 91,59 89,57 87,62 89,68 90,16 88,89
50 91,38 90,63 91,27 91,43 90,95 90,48 91,27 89,05 90,79 90,00 87,76 87,78 83,97 88,10 88,25
70 90,70 91,27 90,32 90,48 91,27 89,80 90,63 89.21  90.48 90,32 86,17 87,78 76,51 88,10 87,14
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Tabela A.23: Valores de accuracy obtidos com o classificador MLP, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Seeds.

Varidvel 1 Varidveis 1 e 2 Varidveis 1,2 e 7

Métodos  \iyp SYM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM
de Imputagao

5 92,29 93,17 92,70 93,02 92,86 90,02 92,70 92,38 92,06 92,38 90,93 91,90 9222 91,75 92,38
10 90,93 92,22 92,70 92,22 93,02 89,80 92,06 92,54 92,70 93,81 90,25 89,52 92,06 91,59 92,06
% MD 20 90,48 92,70 91,43 92,06 93,17 89,57 91,27 92,38 91,43 93,33 89,12 89,21 91,11 90,32 90,48
30 91,16 92,38 92,86 92,06 93,02 90,70 93,17 92,70 91,59 93,17 88,21 88,89 90,48 90,48 89,52

50 89,12 91,75 93,49 92,38 93,33 90,70 91,11 92,70 91,27 92,54 87,76 90,79 8794 89,21 88,73
70 90,02 93,49 92,70 92,38 93,17 90,70 91,59 90,95 91,27 91,90 87,30 88,89 72,54 89,05 88,41

Tabela A.24: Tempo, em segundos, que os diferentes métodos de imputacdo demoraram,

para todas as percentagens de MD testadas com o dataset Seeds.

Varidvel 1 Varidveis 1 e 2 Varidveis 1, 2 e 7
Métodos _ MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM OP-ELM

de Imputagio
5 8802,444 0,846 20,645 9,848 19117,460 3,000 90,076 34,636 25361,723 23,637 7,712 257,503 96,624
10  8746,805 0,853 9,109 19160,638 2,454 98,645 33,200 25510445 17,423 6,005

% MD 20 8537,061 0,699 2: 8,781 18772,618 1,936 117,146 24,418 9,985 4,353 378,261
30  8500,831 0,567 39,465 8,197 18922,757 3,877 1,559 143,119 14,789 6,277 3,167 523,194 24,824
50  8264,098 0,530 34,373 4,421 11984,409 1,789 0,983 252,200 6,322 15248,463 3,357 2,198 1154,108 9,664
70 6003,784 0,385 49,600 2,614 3141,169 1,271 0,841 596,737 2,969 2849,145 3,452 2,105 3473,826 5,125
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Tabela A.25: Valores de accuracy obtidos com o classificador KNN, para todas as
percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Laryngeal.

Varidvel 3 Varidveis 3 e 7 Variaveis 3, 7 e 8
Métodos MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 73,27 7311 7226 7198 72,26 72,96 7217 72,08 72,64 71,70 73,58 7217 7160 7236 72,08
10 7233 7226 71,70 71,89 72,64 73,27 7236 71,60 72,36 72,64 71,38 72,26 71,79 72,26 71,89
o MD 20 73,90 72,17 71,89 73,68 72,26 74,21 7321 7236 71,98 72,64 71,70 74,06 7255 72,26 71,98
30 72,64 7208 7142 7226 72,45 72,01 73,21 7236 72,92 72,17 72,64 72,64 7151 71,70 71,13
50 70,75 72,64 7160 72,64 71,89 73,27 7283 7198 7245 73,02 73,58 71,60 71,98 72,55 71,13
70 7296 73,30 7189 72,64 72,26 73,27 7245 7198 7226 73,02 72,33 7198 5887 72,45 72,17

Tabela A.26: Valores de accuracy obtidos com o classificador SVM, para todas as
percentagens de MD testadas e para os diferentes métodos de imputagdao em andlise, para o

dataset Laryngeal.

Variavel 3 Varidveis 3 e 7 Variaveis 3, 7 e 8

Métodos
de Imputacao
5 73,27 7236 72,08 7255 72,83 72,64 71,79 7236 72,17 72,45 73,90 71,70 7292 7255 72,55

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM

10 73,58 7094 7283 7123 72,36 73,27 7274 7226 7198 72,55 73,27 7264 TL79 7170 72,26
gomp 20 TAS3 2T 7L 718 72,26 7264 7236 73,02 7245 73,02 | 7233 72,74 7236 TL79 72,64
30 74,21 7236 7264 7302 71,04 73,58 7292 7217 7274 72,45 73,58 7255 7274 7255 72,64
50 73,27 7283 72,08 7198 72,45 7296 7274 7208 73,30 7198 74,53 7123 7226 71,89 71,79
70 7233 72,92 7179 72,74 71,42 74,21 7208 7189 72,08 73,02 71,70 72,17 6170 73,49 7123

Tabela A.27: Valores de accuracy obtidos com o classificador RF, para todas as
percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Laryngeal.

Varidvel 3 Varidveis 3 e 7 Variaveis 3, 7 e 8
Métodos MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 71,70 7123 7028 70,85 69,72 71,07 70,00 70,57 71,13 71,23 71,70 70,09 71,13 70,75 70,57
10 75,16 7142 71,13 72,08 70,47 71,70 7047 71,04 70,28 70,19 71,70 7142 70,09 70,38 70,09
% MD 20 72,96  69.15 6934 69,72 70,85 71,38 68,96 70,66 69,91 71,70 70,44 70,38 70,85 70,09 69,72
30 71,70 71,60 69,53 71,04 69,91 72,01 7047 70,57 70,28 70,94 72,01 71,70 70,85 71,32 69,62
50 72,33 70,19 70,75 69,43 72,08 72,64 70,38 69,91 7142 69,62 73,90 70,57 7142 70,94 70,75
70 72,33 70,66 70,28 70,38 70,47 72,01 70,94 6991 70,66 71,60 69,81 71,32 69,81 70,94 69,72




76 APENDICE A. RESULTADOS COM CONJUNTOS DE DADOS COMPLETOS

Tabela A.28: Valores de accuracy obtidos com o classificador MLP, para todas as
percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Laryngeal.

Variavel 3 Varidveis 3 e 7 Varidveis 3, 7 e 8

Métodos ~ MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 73,27 69,72 70,94 69,25 69,62 73,58 68,96 69,34 69,91 68,68 70,13 69,34 68,87 70,38 69,43

10 71,70 71,51 71,04 70,00 68,87 73,27 69,34 71,04 71,32 68,77 72,64 69,15 70,66 71,51 70,38
% MD 20 72,96 69,81 68,96 71,51 66,79 71,70 67,64 69,06 69,43 70,09 72,33 68,96 69,62 69,53 71,51
30 72,01 69,15 7123 69,72 69,43 72,64 6887 6991 6943 67,92 70,13 68,68 6887 69,53 68,58
50 73,58 6840 71,13 68,96 69,53 72,64 69,62 6792 6849 68,30 71,70 69,25 69,53 70,28 68,02

70 72,33 6830 70,57 73,02 66,32 70,13 72,26 70,57 69,91 68,49 72,64 69,72 57,64 66,23 69,06

Tabela A.29: Tempo, em segundos, que os diferentes métodos de imputacdo demoraram,

para todas as percentagens de MD testadas com o dataset Laryngeal.

Varidvel 3 Varidveis 3 e 7 Variaveis 3, 7 e 8
Meétodos MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM  OP-ELM
de Imputagao
5 5965,650 5,474 1,792 15951 10,947 14581,453 17,354 6,060 62,768 40,270 31534,064 44,368 13,681 179,873 112,861
10 6461,352 4,788 1,567 15,720 10,850 16791,014 14,698 4,819 65,885 35,988 32197,995 36,005 11,373 203,434 102,609
% MD 20 8702,139 3,768 1,356 16,663 9,769 22617759 9,790 3,653 75,821 32,347 43710,686 18,575 7,800 251,229 94,125
490 10,215 4,898 335,019 52,869

30 9909826 2,920 0,940 18,370 9,098 25089,794 5,619 2,266 89,555 28,731 46
50 10751,642 1,557 0,695 20,958 8,354 17313.814 2,045 1,219 156,011 8,826 20424911 2,880 2,335 805,943 11,878
70  5386,622 0,812 0,489 30,833 4,139 4711,887 0,893 0,907 386,047 3,160 2211,367 1,795 2,504  3476,356 4,162
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Tabela A.30: Valores de accuracy obtidos com o classificador KNN, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Voice.

Variavel 2 Varidveis 2 e 8 Variaveis 2, 8 e 7
Métodos MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 79,01 78,17 7859 78,73 78,59 78,73 7817 7817 77,61 79,30 79,01 7789 77,75 7887 78,31
10 7732 78,45 7831 7817 78,31 7789 78,45 77,75 7831 78,45 78,03 78,31 7761 78,31 78,03
% MD 20 78,87 7761 7873 7845 7775 76,90 7831 7831 7648 78,87 78,03 78,31 78,03 7746 77,18
30 7577 77,04 7535 7563 76,90 75,92 7521 75,77 76,48 76,76 76,20 76,34 7592 76,90 77,32
50 74,37 75,21 7437 74,93 74,79 74,93 75,07 7493 74,08 75,07 7380 74,65 7465 75,07 76,34
70 73,38 75,35 7394 T3, 74,08 75,07 75,21 7183 73,66 73,52 73,94 74,37 7352 73,66 71,69

Tabela A.31: Valores de accuracy obtidos com o classificador SVM, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Voice.

Variavel 2 Varidveis 2 e 8 Variaveis 2,8 e 7
Métodos MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 80,28 7944 79,15 79,58 79,30 7944 7930 7930 7944 79,72 80,00 79,58 79,15 79,01 79,30
10 7845 79,01 79,72 79,15 78,45 79,30 79,30 78,03 79,44 77,89 7859 78,03 79,15 79,01 78,45
o MD 20 78,17 79,15 7803 7887 77,04 7845 79,44 7845 79,01 78.45 78,31 79,44 7831 7859 78,73
30 77,46 77,04 77,18 76,62 76,90 78,87 7690 77,04 77,18 76,48 746 0 TT75 0 71,32 78,31 77,75
50 77,04 7634 7521 76,06 76,62 75,92 7620 76,34 7648 77,18 75,77 76,90 7493 76,34
70 7563 76,06 74,65 7437 75,35 76,62 76,62 76,06 76,34 76,48 75,35 7620 76,48 76,48

Tabela A.32: Valores de accuracy obtidos com o classificador RF, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagao em andlise, para o

dataset Voice.

Varidvel 2 Varidveis 2 e 8 Varidveis 2, 8 e 7
Métodos MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 7873 TT,T5 0 7831 7831 79,58 77,18 7845 79,72 7845 78,59 7859 7859 7831 78,59 79,44
10 79,58 7845 7859 79,01 78,59 7859 78,59 7831 7887 79,58 77,18 79,72 80,56 7845 77,75

20 78,03 78,59 77,04 78,59 76,90 78,87 7831 77,32 78,59 78,87 78,73 7845 79,01 79,58 80,00
30 78,17 78,31 78,03 79,01 76,34 79,15 7859 77,75 80,14 77,89 78,03 7887 79,72 80,14 78,59
50 7887 7845 7859 77,32 79,01 887 7845 79,30 77,75 78,17 7789 78,17 79,86 79,15 78,73
70 78,59 78,03 76,76 7845 77,75 79,58 78,59 7944 7873 77,89 80,14 79,15 77,89 79,30 78,45

% MD
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Tabela A.33:

Valores de accuracy obtidos com o classificador MLP, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Voice.

Varidvel 2 Varidveis 2 e 8 Varidveis 2,8 e 7
Meétodos _ MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM OP-ELM
de Imputagao
5 1908,534 2,597 1,086 16,265 8,334 4534,135 9,048 2,699 71418 29,578 14561,784 28,480 6,912 212,283 84,827
10 1802,019 2,291 0,724 15,907 7,185 4350,656 8,541 2,288 77,674 28,444 14450,833 21,123 5,678 244,765 83,593
% MD 20 1776,247 2,004 0,597 18,640 7,274 4248,293 5,618 1,811 94,352 25,405 13351,930 10,834 4,014 302,902 49,447
30 1778,068 1,620 0,535 20,311 7,258 4258,087 3,740 1,405 109,166 16,019 13862,536 5,825 3,418 442,635 26,328
50 2446.621 1,013 0,434 27,117 4,211 5115336 1,640 0,817 207,125 6,251 8313994 2,530 1,834 1094,053 7,209
70 1905,029 0,607 0,284 40,242 1,985 2440,650 0,895 0,638 482,037 2,300 1277814 1,764 1,706 4246,630 3,096

Tabela A.34:

para todas as percentagens de MD testadas com o dataset Voice.

Tempo, em segundos, que os diferentes métodos de imputacao demoraram,

Variavel 2

Variaveis 2 e 8

Varidveis 2, 8 e 7

Métodos . MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM OP-ELM MLP SVM KNN SOM OP-ELM
de Imputagao
5 1908.534 2,597 1,086 16,265 8,334 4534,135 9,048 2,699 71418 29,578 14561,784 28480 6,912 212,283 84,827
10 1802,019 2,291 0,724 15,907 7,185 4350,656 8,541 2,288 77,674 28,444 14450,833 21,123 5,678 244,765 83,593
% MD 20 1776,247 2,004 0,597 18,640 7,274 4248293 5,618 1,811 94,352 25,405 13351,930 10,834 4,014 302,902 49,447
30 1778,068 1,620 0,535 20,311 7,258 4258,087 3,740 1,405 109,166 16,019 13862,536 5,825 3,418 442,635 26,328
50  2446,621 1,013 0,434 27,117 4,211 5115,336 1,640 0,817 207,125 6,251 8313,994 2,530 1,834 1094,053 7,209
70 1905029 0,607 0,284 40,242 1,985 2440,650 0,895 0,638 482,037 2,300 1277814 1,764 1,706 4246,630 3,096
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Valores de accuracy obtidos com o classificador KNN, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Transfusion.

Variavel 1 Variaveis 1 e 3
Métodos — \;ip SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 78,26 78,53 78,75 78,57 78,39 77,90 78,04 78,53 77,59 77,59
10 78,13 78,30 78,21 78,44 78,35 77,46 77,14 77,01 77,41 77,37
9% MD 20 77,54 76,65 77,59 77,63 77,14 76,03 75,89 75,89 76,38 76,29
30 77,63 7701 77,19 77,01 77,14 7580 7585 76,38 76,43 76,07
50 77,10 77,14 76,70 76,61 7T 75,76 7545 7545 7571 75,63
70 7621 76,83 77,41 7629 76,25 75,09 7540 75,71 7527 74,69
Tabela A.36: Valores de accuracy obtidos com o classificador SVM, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdao em andlise, para o

dataset Transfusion.

Variavel 1

Variaveis 1 e 3

Métodos

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputagao
5 78,48 78,71 78,13 78,53 78,57 78,17 77,90 77,68 77,68 77,99
10 78,63 78,30 7813 78,57 7,77 77,46 78,26 7741 77,81 7,07
9% MD 20 78,48 76,96 7723 77,90 77,37 76,16 76,21 76,43 76,29 76,56
30 77,46 7643 76,70 76,38 77,01 76,25 76,12 76,25 75,94 76,38
50 77,68 7759 76,52 76,43 76,88 76,25 76,52 76,12 76,03 76,47
70 76,34 76,34 77,23 76,16 76,16 75,54 7598 76,07 76,25 75,71
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Tabela A.37: Valores de accuracy obtidos com o classificador RF, para todas as
percentagens de MD testadas e para os diferentes métodos de imputagdao em andlise, para o

dataset Transfusion.

Variavel 1 Variaveis 1 e 3
Métodos MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputagao
5 7357 7388 7406 74,42 7415 7388 7348 7348 74,29 73,62
10 7415 7384 7402 74,60 73,39 7397 7393 73,62 7451 7317
oap 20 TRTL TAO2 7420 7366 73,35 7411 74,82 7326 7442 74,29
30 7348 7339 7330 73,97 73,57 7344 7375 74,06 73,26 73,13
50 7348 7357 74,20 73,84 73,75 7348 73,75 72,68 7335 73,62
70 7397 74,46 7424 73,71 73,88 7451 73,93 75,31 7335 74,11

Tabela A.38: Valores de accuracy obtidos com o classificador MLP, para todas as
percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Transfusion.

Varidvel 1 Varidveis 1 e 3

Métodos
de Imputagao
5 77,63 77,90 77,77 77,59 77,01 7741 77,72 77,99 77,54 77,32
10 77,99 7750 7754 77,46 77,37 77,68 77,68 7696 77,23 77,46
20 77,59 76,88 7647 77,63 77,19 76,61 76,70 76,96 77,05 76,96
30 77,59 77,10 76,88 76,88 76,47 76,56 76,21 76,38 76,43 76,38
50 77,32 76,96 76,47 76,25 77,23 76,29 76,52 7567 7594 76,25
70 76,83 77,32 7580 76,79 77,01 7594 76,70 76,61 75,80 75,89

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM

% MD

Tabela A.39: Tempo, em segundos, que os diferentes métodos de imputacao demoraram,

para todas as percentagens de MD testadas com o dataset Transfusion.

Variavel 1 Varidveis 1 e 3

Métodos
de Imputagao
5  5431,122 119,344 15,382 13,401 16,444 10096,518 180,017 47,874 51,623 46,005
10 4962,015 106,287 13,235 13,170 15,269 9022,601 140,930 38,684 52,678 42,222
20 4170,056 83,195 10,293 13,048 13,824 7012,501 93,614 19,581 53,920 35,135
30 3773,693 64,924 8,678 13,482 12,037 5390,276 58,620 13,206 58,578 31,682
50  2582,776 34,039 3,968 15,121 9,137 3050,786 13,346 5,083 82,516 26,429
70  1587,269 11,607 1,977 18,526 7,243 1692,355 2,810 2,419 173,791 7,380

MLP SVM  KNN SOM  OP-ELM MLP SVM KNN SOM OP-ELM

% MD
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Valores de accuracy obtidos com o classificador KNN, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Telugu.

Variavel 2 Variaveis 2 e 1
Métodos — \ip SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputagao
5 86,95 8626 86,30 86,60 86,45 85,23 8550 86,15 84,35 85,02
10 84,96 84,96 84,66 84,77 84,50 82,63 83,47 83,59 81,87 82,82
o vp 20 8340 8208 8313 S1ST 81,08 78,40 78,13 78,85 76,95 78,70
30 80,57 81,07 81,15 7954 79,96 73,02 73,02 73,55 70,65 72,79
50 76,68 75,31 76,45 75,34 76,15 61,07 60,53 63,70 59,62 63,47
70 71,68 6851 73,13 70,69 72,02 4847 4424 4931 49,43 48,59
Tabela A.41: Valores de accuracy obtidos com o classificador SVM, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdao em andlise, para o

dataset Telugu.

Variavel 2

Variaveis 2 e 1

Métodos

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM

de Imputagao

5 87,25 86,87 86,68 86,41 87,21 86,22 86,03 84,92 84,77 85,38

10 84,62 85,42 85,15 85,42 85,04 83,17 83,13 83,09 82,67 82,44
9% MD 20 83,55 83,97 8298 82,18 82,33 79,24 79,47 78,02 76,83 79,77

30 80,92 81,72 81,49 80,08 80,46 74,24 74,24 72,60 71,34 74,05

50 77,25 77,52 7565 76,45 76,37 65,11 65,08 62,06 63,09 64,58

70 73,93 74,62 69,96 71,72 74,50 55,15 55,46 48,21 56,18 55,08
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Tabela A.42:

Valores de accuracy obtidos com o classificador RF, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdao em andlise, para o

dataset Telugu.

Variavel 2

Variaveis 2 e 1

Métodos MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputagao
5 8599 8592 86,11 86,15 85,76 8534 85,61 8531 8447 85,19
10 8527 8515 8508 8531 85,34 | 8240 83,24 8298 82,33 82,71
o 20 8351 8286 8321 8101 82,98 79,24 7878 7813 77,71 78,21
30 81,18 81,15 80,04 80,88 80,50 7298 7317 7317 72,10 73,89
50 7691 7698 7275 TT,44 77,33 65,15 63,50 61,41 64,01 63,97
70 73,74 7370 6786 7328 73,13 57,02 57,60 4885 56,11 55,11

Tabela A.43:

Valores de accuracy obtidos com o classificador MLP, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Telugu.

Variavel 2

Variaveis 2 e 1

Métodos MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputagao
5 8256 82,67 8191 8153 81,60 81,03 7966 80,19 80,34 81,34
10 80,69 80,92 8118 80,73 81,83 | 7935 7924 7824 78,74 79,62
oup 20 7002 T985 7906 7073 79,27 75,38 75,92 T443 73,66 74,96
30 77,60 77,75 77,02 76,53 76,72 6958 70,61 70,08 6828 70,23
50 7347 74,12 7126 72,63 73,89 5897 62,40 5870 5737 60,92
70 70,88 71,18 6683 67,10 69,01 4977 51,15 4557 50,00 49,66

Tabela A.44: Tempo, em segundos, que os diferentes métodos de imputagao demoraram,

para todas as percentagens de MD testadas com o dataset Telugu.

Varidvel 2 Varidveis 2 e 1
Métodos MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM
de Imputagao
5 6205451 33206 19,605 14,086 10830 | 15025408 153,837 68,307 50,858 50,522
10 5715340 20847 17,595 14,095 18,819 | 13836,690 124,413 53404 50,713 51,618
o yp 20 G165922 20647 14334 13,013 15624 | 10241672 79206 37,180 51283 43714
30 4219725 18480 11,125 13,649 13,655 | 7723,986 48,909 18,088 54,165 36,016
50 3011391 9,696 5,199 13,992 10,294 | 4235821 13,036 6,981 72,759 28,097
70 1867316 3.679 2,607 16,756 8,061 | 2316084 2,662 2968 146,796 9,247
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Tabela A.45: Tempo, em segundos, que os diferentes métodos de imputacdo demoraram,

para todas as percentagens de MD testadas com o dataset Red Wine.

Varidveis 7, 11 e 6

Variavel 7 Varidveis 7 e 11
Métodos MLP SVM KNN SOM OP-ELM MLP SVM  KNN SOM  OP-ELM MLP SVM KNN SOM OP-ELM
de Imputagao
5 11930646 110,446 96,695 23,475 72,451 27027,072 414,974 324,979 88,107 250,085 | 63249,300 1110,519 852,660 254,858  676.877
10 11284,700 100,573 80,967 22,490 62,971 25892,568 339,002 265,599 83,199 222341 53391,105 829,277 591,127 235,568 564,999
% MD 20 9615864 82,555 60,837 20,990 54,534 20673,945 225,191 164,019 75,201 159,819 | 39256,192 419.462 325,610 209,441  366.549
30 8615,189 65,169 49,350 19,588 45,466 16841,018 128,551 93,230 69,169 119,240 27975,610 197,154 150,845 196,061 232,314
50 6352916 32,832 25808 17,216 31,480 13851,437 37,614 22,652 66,636 56,919 38566,221 32,177 23,785 245,777 113,250
70 5299595 13.105 9,399 16,808 17,602 19230,772  7.648 6,903 106,138 29,109 14786,640 6,607 9,221 844,341 15,655

Tabela A.46:

Valores de accuracy obtidos com o classificador KNN, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Red Wine.

Variavel 7

Varidveis 7 e 11

Varidveis 7, 11 e 6

Métodos MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 61,52 61,50 61,71 60,96 60,94 62,00 61,00 61,80 60,77 61,77 61,52 60,56 61,38 61,04 61,54
10 60,89 60,46 61,21 60,54 60,96 61,17 60,23 60,75 60,27 61,48 61,17 60,19 60,69 59,96 60,46
% MD 20 59,85 59,71 60,58 61,11 61,15 59,15 59,81 60,52 59,69 60,25 59,64 58,60 59,58 58,98 59,81
30 60,47 59,19 60,77 59,75 60,19 59,43 59,12 59,77 59,04 59,85 59,43 58,10 57,75 58,39 58,35
50 60,13 60,31 60,15 59,67 59,96 60,19 57,60 57,35 57,24 59,35 58,94 56,47 56,58 56,93 57,18
70 60,40 60,58 59,71 59,90 60,19 60,68 58,12 56,43 57,31 57,91 54,91 56,60 54,22 56,70 55,20
Tabela A.47: Valores de accuracy obtidos com o classificador SVM, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Red Wine.

Varidveis 7, 11 e 6

Variavel 7 Variaveis 7 e 11
Métodos MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 64,93 6342 6380 63,42 63,11 65,83 6328 63,19 62,80 63,47 64,72 63,70 62,59 63,07 63,34
10 65,83 6342 6290 63,26 63,13 65,41 62,92 62,76 62,86 63,65 63,67 63,36 63,15 62,90 63,15
% MD 20 65,14 6288 6334 6311 63,40 64,30 61,63 6246 6213 63,13 64,30 62,09 62,11 61,46 63,19
30 64,44 63,15 62,78 63,30 63,07 64,09 61,65 61,09 61,94 62,09 61,52 60,88 61,09 61,27 60,96
50 65,14 62,84 62,38 62,23 62,36 64,02 60,67 59,75 60,77 61,80 60,68 60,17 59,44 59,62 59,81
70 65,07 62,21 61,54 62,40 63,90 62,84 60,86 59,21 60,27 60,90 57,20 59,44 5641 5894 56,95
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Tabela A.48:

Valores de

percentagens de MD testadas
dataset Red Wine.

accuracy obtidos com o classificador RF, para todas as

e para os diferentes métodos de imputacao em anélise, para o

Varidveis 7, 11 e 6

Variavel 7 Varidveis 7 e 11
Métodos~ MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 68,89 66,28 66,85 66,30 66,83 67,43 66,41 66,58 67,06 67,43 67,01 67,08 66,43 66,62 66,24
10 67,57 67,04 67,54 66,66 67,01 68,20 65,95 66,74 66,08 66,05 68,48 66,47 66,81 66,30 67,35
gomp 20 6764 6760 6653 6691 66,64 67,15 6553 6549 64,93 66,53 6583 64,97 65,72 65,66 66,10
30 67,22 66,81 66,05 66,60 66,87 66,81 64,38 64,70 64,76 65,43 66,88 64,53 64,66 64,47 64,78
50 67,36 67,72 66,53 66,14 66,76 65,76 64,74 62,94 63,88 64,91 65,48 62,90 61,09 62,69 63,36
70 68,20 65,97 66,28 66,64 66,20 64,93 63,61 62,15 62,57 64,13 62,84 63,09 61,02 62,51 62,38
Tabela A.49: Valores de accuracy obtidos com o classificador MLP, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Red Wine.

Variaveis 7, 11 e 6

Varidvel 7 Variaveis 7 e 11
Métodos - MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputagao
5 59,57 59,48 59,73 58,94 59,06 59,08 59,04 58,87 58,91 58,23 59,92 5848 58,43 58,60 59,54
10 59,08 59,14 59,19 57,60 59,42 59,15 58,87 58,33 58,79 59,10 58,04 58,58 59,10 58,50 59,02
% MD 20 60,13 58,89 58,10 59,23 59,10 58,59 57,87 58,50 58,33 58,10 58,66 58,02 57,91 57,72 58,75
30 59,85 58,35 57,81 59,21 58,71 57,34 57,91 58,10 57,77 57,97 55,95 57,37 58,20 57,72 57,27
50 59,36 58,35 5793 59,14 58,66 59,08 57,52 57,72 57,33 56,53 58,59 56,66 56,64 57,66 57,10
70 59,57 58,81 57,81 58,29 58,98 57,97 56,60 57,70 56,95 57,22 54,98 56,45 56,37 55,87 56,60
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Bupa

Tabela A.50: Valores de accuracy obtidos com o classificador KNN, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Bupa.

Variavel 5 Varidveis 5 e 2 Variaveis 5, 2 e 3
Métodos MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 62,86 61,17 63,40 62,72 62,72 62,14 62,72 62,72 6291 63,88 62,50 61,36 62,33 63,79 62,04
10 63,59 6291 61,84 62,62 63,11 60,19 62,33 62,43 62,62 61,36 60,07 62,43 62,72 61,94 60,87
o MD 20 62,86 6068 60,49 61,84 62,14 62,26 63,88 62,82 60,97 60,78 62,50 62,43 62,33 61,65 62,14
30 62,62 61,65 60,68 5854 60,00 60,07 63,20 63,59 63,69 61,46 60,44 6136 61,46 59,51 59,51
50 61,04 61,75 61,84 62,82 60,87 60,92 63,20 60,10 62,52 60,29 55,58 60,39 58,64 59,90 59,03
70 58,62 62,04 60,10 60,39 60,49 59,83 60,58 59,81 61,55 59,42 56,55 60,39 58,25 60,58 59,90

Tabela A.51: Valores de accuracy obtidos com o classificador SVM, para todas as

percentagens de MD testadas e para os diferentes métodos de imputacao em andlise, para o

dataset Bupa.

Variavel 5 Varidveis 5 e 2 Variaveis 5, 2 e 3
Métodos MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao
5 72,33 73,30 72,33 72,62 72,43 72,57 73,30 73,30 72,52 72,23 72,09 71,26 71,55 71,55 70,58
10 71,84 72,04 72,91 71,94 72,23 69,17 71,26 71,55 71,65 70,29 71,97 69,61 71,17 70,00 69,32
gyp 20 TLOD TLSS 7058 7252 71,55 69,17 72,14 69,71 69,51 70,19 66,63 67,38 69,51 69,13 67,67
30 71,60 70,78 70,39 69,61 69,51 69,30 69,81 69,03 70,78 69,42 64,56 64,56 65,63 64,37 62,43
50 68,08 69,03 6748 67,67 67,77 64,81 66,50 65,05 65,73 65,24 58,74 60,78 61,46 59.03 59,13
70 64,56 6573 6515 65,83 65,73 66,75 66,70 65,73 66,89 64,66 59,34 62,14 5825 62,04 58,74

Tabela A.52: Valores de accuracy obtidos com o classificador RF, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdao em andlise, para o

dataset Bupa.

Variavel 5 Variaveis 5 e 2 Variaveis 5, 2 e 3

Métodos

de Imputacao
5 69,30 70,00 70,78 71,17 71,07 69,78 70,29 70,29 69,51 69,90 69,66 70,58 70,00 69,22 68,54

10 6772 6942 7019 70,29 69,81 67,72 68,93 69,32 69,03 68,16 68,33 67,48 68,83 68,83 67,86

MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM

% MD 20 66,63 68,93 70,68 69,90 68,35 67,84 67,09 67,38 69,03 67,38 64,93 66,41 66,89 66,02 64,76
? 30 68,57 66,31 68,06 68,93 66,41 66,99 66,31 67,18 66,70 67,48 63,35 63,20 63,20 63,40 61,84
50 65,90 65,53 66,12 62,72 64,47 61,89 61,36 64,85 63,88 65,83 58,62 59,22 61,26 60,19 59,32

70 63,47 63,79 6223 65,63 64,95 64,20 65,44 63,40 64,17 60,19 57,77 58,54 60,10 60,00 59,81




86 APENDICE A. RESULTADOS COM CONJUNTOS DE DADOS COMPLETOS

Tabela A.53: Valores de accuracy obtidos com o classificador MLP, para todas as

percentagens de MD testadas e para os diferentes métodos de imputagdo em andlise, para o

dataset Bupa.

Variavel 5 Variaveis 5 e 2 Varidveis 5, 2 e 3

M9t0d05~ MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM | MLP SVM KNN SOM OP-ELM
de Imputacao

5 63,59 70,00 69,71 67,96 66,80 64,44 6495 67,86 67,28 68,64 64,56 66,50 66,31 64,85 65,15
10 64,93 65,73 66,89 65,73 65,53 64,56 63,30 65,15 66,89 67,86 61,41 66,02 66,41 61,46 66,60
% MD 20 63,59 64,66 66,31 67,28 66,70 60,80 66,70 66,89 65,05 64,37 64,08 64,27 61,55 63,40 63,69
30 66,38 65,53 66,60 (5,53 65,05 5898 65,34 65,34 64,37 64,08 62,38 63,11 60,10 59,03 60,39

50 61,41 64,66 64,47 63,79 65,05 62,26 63,50 65,15 64,56 63,88 59,47 5942 58,64 5883 57,57
70 62,62 6291 62,14 65,24 62,62 62,74 64,85 60,49 63,11 62,62 56,67 58,74 51,17 56,02 57,86

Tabela A.54: Tempo, em segundos, que os diferentes métodos de imputacdo demoraram,

para todas as percentagens de MD testadas com o dataset Bupa.

Varidvel 5 Varidveis 5 e 2 Varidveis 5, 2 e 3

Métodos
€0¢%S  MLP  SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM| MLP SVM KNN SOM OP-ELM
de Imputagao
5 1013500 30651 2,317 10368 5499 | 5417542 12,682 3,487 35027 17418 | 12276762 40,941 9,449 106,111 51,149

10 1922943 3,184 0,936 9,014 4,676 5304,213 10,628 2,887 37,600 16,818 11994,834 29,561 7,118 110,305 47,790
20 2032452 2,660 0,762 9459 4,408 5587,189 6,914 2,041 40,947 15,335 14882,219 15,079 4,329 125,388 43,340
30 2427,608 2,074 0,631 9,843 4,164 7336,365 3,989 1,443 46,955 14,503 15517,054 6,537 2,862 166,842 27,242
50 3870481 1,197 0,437 11,403 4,237 7463,413 1,389 1,083 80,447 6,082 15351,319 1,724 1,443 393,010 7,692
70 3431496 0,528 0,261 16,497 2,072 5216,231 0,465 0,556 190,524 2,086 4341438 0,933 1416 1624,853 3,148

% MD




Apeéendice B

Testes Estatisticos

Tabela B.1: Comparacao das diversas combinagoes de métodos de imputacao e classificacao.
Entre parénteses apresentam-se os valores que irao ser usados no teste de Friedman. Os valores

de accuracy sao os obtidos quando foram inseridos 10% de MD

Datasets Rank

Tmp. Class. Pima Indian Iris Banknote Seeds Laryngeal Voice Transfusion  Telugu Red Bupa Médio

KNN 74,00 (16) 69,54 (14,5) 92,67 (17,5) 98,35 (6) 91,61 (3) 71,38 (14) 78,03 (11) 77,46 (7) 82,63 (11) 61,17 (11) 60,07 (20) 11,91
SVM 7691 (1) 70,83 (6) 9480 (1,5) 98,64 (1) 89,57 (19) 7327 (1) 78,59 (5) TTAG () 83,17 (4) 6367 (6) TLOT(1) 477

)

MEP RF 7443 (13) 68,10 (20) 9489 (1,5) 9830 (8) 9093 (9) 71,70 (10,5) 77,18 (17) 73,97 (17) 8240 (13) 6848 (1) 6833 (8) 10,73
MLP 7530 (11) 70,98 (5) 94,00 (7)  97.86 (12) 90,25 (16) 72,64 (2,5) 7592 (19) 77,68 (45) 79,35 (17) 58,04 (20) 6141 (18) 12,00

KNN 73,52 (18) 6940 (16) 91,56 (20) 9840 (5) 9127 (5,5) 72,26 (5) 7831 (85) 77,14 (13) 8359 (1) 60,19 (14) 62,43 (15) 11,00

gy SYM O T6A3(T) TLOR(25) 9311(145) 9852(2) OL27(55) 7264(25) TSO3(1)  T826()  S3I3(3) G336(T)  6O61(1) 564
RF 74,39 (14) 72,56 (1) 93,78 (10,5) 98,08 (10) 89,68 (18) 71,42 (13) 79,72 (2) 73,93 (18) 8324 (3) 6647 (4) 6748 (10) 941

MLP 7591 (8,5) 69,25 (17) 93,11 (14,5) 9743 (18) 89,52 (20) 69,15 (20) 75,63 (20) 77,68 (4,5) 79,24 (18) 58,58 (18) 66,02 (13) 15,59

KNN 73,96 (17) 69,54 (14,5) 92,80 (16) 9833 (7) 90,63 (13) 71,79 (85) 77,61 (155) 77,01 (14) 8347 (2) 60,69 (12) 62,72 (14) 12,14

cay SYMTETO (1) TLOR(25) 9444 (1) 9847(3) OLIL(TH) TLTO(85) TN (3)  TTAI(95)  8309(6) 6315(85) TLIT(2) 532
RF 7591 (85) 70,69 (85) 93,78 (10,5) 97,74 (13) 90,79 (11) 70,09 (18,5) 80,56 (1) 73,62 (19) 8298 (7) 66,81 (3) 68,83 (6,5) 9,68

MLP 76,57 (6) 70,69 (8,5) 94,44 (4) 97,60 (15) 92,06 (1,5) 70,66 (15) 77,89 (13) 76,96 (15) 78,24 (20) 59,10 (16) 66,41 (12) 11,45

KNN 7343 (19) 70,26 (11) 9244 (19) 97,52 (16) 90,79 (11) 72,26 (5) 7831 (8,5) 77,41 (9,5) 81,87 (15) 59,96 (15) 61,94 (16) 13,18

song  SYMTEST(2)  TI26(1) 9400 (7) 9767 (14) 9079 (11) 770 (105) 7901 (4) 7781 (2) 82,67 (10) 6290 (10) 70,00 (3) 7,05
RF 7548 (10) 6897 (18) 93,78 (10,5) 97,50 (17) 9048 (14) 70,38 (16,5) 7845 (6,5) 74,51 (16) 82,33 (14) 66,30 (5) 68,83 (6,5) 12,18

MLP 7661 (5) 70,69 (85) 9444 (4) 96,72 (20) 9159 (4) 7151 (12) 7761 (155) 77,23 (12) 78,74 (19) 58,50 (19) 6146 (17) 12,36

KNN 72,91 (20) 69,68 (12,5) 92,67 (17,5) 9823 (9) 9L11(7,5) 71,89 (7) 7803 (11) 77,37 (11) 8282 (8) 60,46 (13) 60,87 (19) 12,32

oppin SYM  T6TA(3) 7069 (85) 9400 (7) 9845 (1) 90,00 (3) 8244 (12) 63,15 (85) 69,32 (5)  7.23

(17) 72,26 (5) 7845 (65) 7777
RF 7422 (15) 6882 (19) 9333 (13) 97,91 (11) 90,32 (15) 70,09 (18,5) 77,75 (14) 73,17 (20) 82,71 (9) 67,35 (2) 67.86 (9) 13,23
MLP 7517 (12) 69,68 (12,5) 93,78 (10,5) 97,40 (19) 92,06 (1,5) 70,38 (16,5) 76,76 (18) 7746 (7) 79,62 (16) 59,02 (17) 66,60 (11) 12,82
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APENDICE B. TESTES ESTATISTICOS

Tabela B.2: Comparacao das diversas combinagoes de métodos de imputacao e classificagao.

Entre parénteses apresentam-se os valores que irao ser usados no teste de Friedman. Os valores

de accuracy sao os obtidos quando foram inseridos 20% de MD

Datasets Rank
Tmp. Class. Pima Indian Iris Banknote Seeds Laryngeal Voice Transfusion Telugu Red Bupa  Médio
KNN 7278 (17.5) 68,68 (20) 91,56 (16) 96,21 (2) 90,25 (11) 71,70 (11) 78,03 (12.5) 76,03 (13) 7840 (8) 59,64 (12) 62,50 (15) 12,55
vip  SVMOT652(2)  TLIZ(45)  9422(1) 9626 (1) 9048 (6) 7233(65) 7831(10) 7616 (12)  T924(35) 6430(6) 6663 (6) 532
RF 7422 (13) 70,11 (12) 9378 (3) 9587 (5) 89,34 (15) 7044 (14) 7873 (55) 7411 (19) 7924 (35) 6583 (2) 64,93 (9) 9,18
MLP 7665 (1) 7112 (45) 9356 (4,5) 9539 (13) 8912 (19) 72,33 (6,5) 76,62 (175) 76,61 (5) 7538 (17) 58,66 (16) 64,08 (12) 10,55
KNN 7304 (15) 70,55 (11) 90,80 (20) 96,12 (4) 91,27 (1) 74,06 (1) 78,31 (10) 7589 (14,5) 7885 (5) 58,60 (17) 62.43 (16) 10,41
gy SVMT609(3)  T098(6) 9200 (15) 9619 (3) 9000 (135) T2T4(2)  TME) T620(01)  TIAT() 6209(9) 6T38(1) 650
RF 74,61 (10) 69,83 (14) 93,11 (7,5) 9566 (7,5) 88,57 (20) 70,38 (15) 78,45 (8) 7482 (16) 78,78 (6) 6497 (5) 6641 (7) 10,55
MLP 74,26 (12) 70,83 (7.5) 92,22 (13,5) 9566 (7,5) 89,21 (17) 68,96 (20) 7592 (19) 76,70 (4) 7592 (16) 58,02 (18) 6427 (11) 13,23
KNN 7278 (17,5) 70,69 (9.5) 91,33 (17) 9536 (14) 90,95 (3) 72,55 (4) 78,03 (12,5) 7580 (14,5) 78,13 (10,5) 59,58 (13) 62,33 (17) 12,05
can SYM TS6L() TLOS(3) 9356 (45) 9541(12) 9043 (6)  7230(5) 7831(10) 7643 (T)  7802(12) 6211(5) 6951(1) 668
RF 7504 (85) 72,27 (1) 92,89 (105) 9527 (15) 89,21 (17) 70,85 (13) 79,01 (4) 7326 (20) 78,13 (10,5) 6572 (3) 66,89 (5) 9,77
MLP 7543 (6) 72,13 (2) 92,89 (105) 9544 (11) 91,11 (2) 69,62 (18) 76,62 (17,5) 76,96 (2,5) 74,43 (19) 57,91 (19) 61,55 (20) 11,59
KNN 72,65 (19) 69,54 (15,5) 91,11 (18,5) 9379 (19) 90,32 (9) 72,26 (8) 7746 (14) 7638 (8) 76,95 (14) 58,98 (14) 61,65 (19) 14,36
son  SVMTO0M(D) 6997 (13)  9311(75) 9LAL(17)  9032(9)  TLT9(0)  TSH(T)  T620(95) 683 (15) 6146 (10) 6913(2) 945
RF 7383 (14) 69,25 (17,5) 92,22 (13,5) 94,25 (18) 90,00 (13,5) 70,00 (16) 79,58 (2) 7442 (17) 77,71 (13) 6566 (4) 66,02 (8) 12,41
MLP 72,04 (20) 69,25 (17,5) 91,11 (18,5) 92,94 (20) 90,32 (9) 69,53 (19) 76,90 (16) 77,05 (1) 73,66 (20) 57,72 (20) 63.40 (14) 1591
KNN 7283 (16) 68,97 (19) 92,67 (12) 9546 (10) 90,79 (4) 71,98 (9) 7718 (15) 76,29 (9,5) 78,70 (7) 59,81 (11) 62,14 (18) 11,86
oppin SYM  7R00(7)  T083(75)  9400(2) 9585 (6) 9016 (12) 7264(3) 7873 (55) 7656 (6) 7977 (1) 6319 (7) 67,67 (3) 545
RF 7452 (11) 70,69 (9,5) 93,11 (7,5) 9556 (9) 89,21 (17) 69,72 (17) 80,00 (1) 7429 (18) 7821 (9) 66,10 (1) 64,76 (10) 10,00
MLP 75,04 (85) 69,54 (155) 93,11 (7,5) 9476 (16) 90,48 (6) 71,51 (12) 74,65 (20) 76,96 (2,5) 74,96 (18) 58,75 (15) 63,69 (13) 12,18

Tabela B.3: Comparacao das diversas combinagoes de métodos de imputacao e classificagao.

Entre parénteses apresentam-se os valores que irao ser usados no teste de Friedman. Os valores

de accuracy sao os obtidos quando foram inseridos 30% de MD

Datasets Rank
Imp. Class. Pima Indian Iris Banknote Seeds Laryngeal Voice Transfusion  Telugu Red Bupa Meédio
KNN 71,09 (20) 70,11 (9) 90,44 (10) 91,80 (13) 90,25 (7,5) 72,64 (4) 7620 (15) 7589 (14) 73,02 (8,5) 59,43 (11) 60,44 (15) 11,55
vip  SYM TSI3(3)  T083(5) 9289 (15) 9248 (6) 9025 (T5) T35S (1) 7746 (10) 7625 (85) 7424 (15) 6152 (6) 6456 (25) 477
RF 7243 (155) 7011 (9) 91,56 (55) 9146 (14) 89,57 (13) 7201 (8) 7803 (6) 7344 (18) 7298 (10) 6688 (1) 6335 (6)  9.64
MLP 7322 (10) 70,83 (5) 90,67 (9) 9141 (15) 8821 (19) 70,13 (15) 76,06 (16) 76,56 (1) 69,58 (19) 55,95 (20) 62,38 (11) 12,73
KNN 7200 (18) 69,97 (11) 87,11 (20) 92,60 (4) 89,84 (11) 72,64 (4) 7634 (14) 7585 (15) 73,55 (5) 58,10 (15) 61,36 (14) 11,91
gy SYM TATH(E) TLIZ(2) 8056(16)  9296(1) 9063 (35) 7255 (65) TT75(T5)  T612(11) 7424 (L5) GOS8 (10) 6456 (25) 600
RF 7278 (125) 7098 (3) 89,33 (17) 92,91 (2) 87,62 (20) 71,70 (9,5) 7887 (3) 7375 (17) 7317 (65) 64,53 (4) 6320 (7,5) 927
MLP 7470 (65) 69,83 (12,5) 88,00 (19) 92,01 (9) 88,89 (17,5) 68,68 (19) 73,80 (20) 7621 (10) 70,61 (16) 57,37 (18) 6311 (9) 1423
KNN 7243 (155) 70,11 (9) 89,78 (14,5) 9197 (11) 91,11 (1,5) 7151 (11) 7592 (17.5) 76,38 (5,5)  73.02 (8,5) 57,75 (16) 61,46 (13) 11,18
cay SYMTATA(A5) 6983 (125) 9022 (115) 9197 (1) 8952 (145) T27A(2) TTR(115) 7625 (85) T260(12) 6109(8) 6363(1) 882
RF 71,96 (19) 7083 (5) 90,00 (13) 92,04 (8) 89,68 (12) 70,85 (14) 7972 (2) 74,06 (16) 73.17 (65) 64,66 (3) 6320 (7.5)  9.64
MLP 7396 (9) 6925 (165) 9133 (7) 91,31 (16) 9048 (55) 68,87 (18) 7493 (19) 76,38 (55) 70,08 (18) 5820 (14) 60,10 (17)  13.23
KNN 7278 (12,5) 69.25 (16,5) 88,22 (18) 90,32 (19) 89,37 (16) 7170 (95) 7690 (13) 7643 (2,5) 70,65 (15) 58,39 (12) 59,51 (18.5) 13.86
sopg SYMTS22() TL2G() 9080 (5)  905L(IT) 9000 (10) 7255 (65) T8L(5) T4 (18)  TLBA(M4) GL2T(T)  GAT(4) 76
RF 72,30 (17) 69,40 (14,5) 90,22 (11,5) 90,49 (18) 9016 (9) 71,32 (12) 80,14 (1) 7326 (19) 72,10 (13) 64,47 (5) 6340 (5) 11,36
MLP 7470 (65) 6940 (14,5) 9222 (3) 89,59 (20) 9048 (55) 69,53 (17)  77.61 (9) 7643 (2,5) 68.28 (20) 57,72 (17) 59,03 (20) 12,27
KNN 72,65 (14) 68,97 (19) 8978 (14,5) 9243 (7) 90,63 (3,5) 71,13 (13) 77,32 (115) 76,07 (12) 72,79 (11) 5835 (13) 59,51 (18,5) 12.45
oppiy SVM O TRIT(2)  T069(7) 9289 (15) 9235(5) LI (1) 7204(4) 7RIS (T5)  7638(55) 7405 (3) 6096(9) 6243 (10) 509
RF 7291 (11) 6868 (20) 91,78 (4) 9272 (3) 88,80 (17.5) 69.62 (16) 78,59 (4) 73,13 (20) 7389 (4) 64,78 (2) 61,84 (12) 10,32
MLP 7413 (8) 69,11 (18) 91,56 (55) 91,97 (11) 89,52 (14,5) 68,58 (20) 7592 (17,5) 76,38 (55) 70.23 (17) 57,27 (19) 60,39 (16) 13,82
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Tabela B.4: Comparacao das diversas combinagoes de métodos de imputacao e classificagao.

Entre parénteses apresentam-se os valores que irao ser usados no teste de Friedman. Os valores

de accuracy sao os obtidos quando foram inseridos 50% de MD

Datasets Rank
Tmp. Class Pima Indian Iris Banknote Seeds Laryngeal Voice Transfusion  Telugu Red Bupa Médio
KNN 6991 (16) 69,11 (17) 84,44 (12) 82,62 (10) 88,89 (10) 73,58 (3) 73,80 (16,5) 75,76 (10) 61,07 (14) 5894 (11) 55,58 (20) 12,68
MLP SVM 72,39 (2,5) 71,12 (2,5) 86,89 (4) 83,69 (2) 87,30 (19) 74,53 (1) 75,77 (9) 76,25 (5,5) 65,11 (2) 60,68 (6) 58,74 (15) 6,23
RF 70,96 (10) 68,10 (20) 87,78 (1) 82,86 (7) 87,76 (17,5) 73,90 (2) 77,89 (5) 73,48 (18) 65,15 (1) 6548 (1) 58,62 (18) 9,14
MLP 70,78 (12)  70.69 (5) 85,56 (7,5) 8121 (14) 87,76 (17.5) 71,70 (9) 73,80 (16,5) 76,29 (4) 58,97 (18) 58,559 (12) 5947 (7) 11,14
KNN 69,43 (18) 69,25 (16) 81,56 (19) 83,23 (4) 89,68 (7,5) 71,60 (10) 74,65 (13,5) 7545 (14,5) 63,70 (7) 56,47 (20) 60,39 (4) 12,14
SVM SVM 72,39 (2,5) 70,98 (4) 84,67 (11) 8381 (1) 89,84 (5,5) 71,23 (12) 76,90 (6) 76,52 (1,5) 65,08 (3) 60,17 (7) 60,78 (3) 5,14
RF 70,61 (14) 71,12 (2,5) 86,67 (5) 82,82 (9) 87,78 (16) 70,57 (16) 78,17 (4) 73,75 (16) 63,59 (8) 62,90 (3) 59,22 (10) 9,41
MLP 71,78 (5) 70,55 (6,5) 79,11 (20) 83,01 (6) 90,79 (1) 69.25 (19) 73,52 (18) 76,52 (1,5) 62,40 (11) 56,66 (17) 59,42 (8) 10,27
KNN 69,30 (19) 70,55 (6,5) 84,00 (13,5) 80,92 (15) 89,68 (7,5) 71,98 (6) 74,65 (13,5) 7545 (14,5) 60,53 (16) 56,58 (19) 58,64 (16,5) 13,36
KNN SVM 72,87 (1) 71,84 (1) 81,78 (17,5) 80,85 (16) 90,63 (2) 72,26 (5) 74,93 (12) 76,12 (7) 62,06 (12) 59,44 (10) 61,46 (1) 7,68
RF 71,17 (85) 70,40 (8) 82,22 (16) 80,70 (17) 83,97 (20) 71,42 (11) 79,86 (1) 72,68 (20) 61,41 (13) 61,09 (5) 61,26 (2) 11,05
MLP 70,87 (11) 70,26 (10) 83,33 (15) 80,56 (18) 87,94 (15)  69.53 (18) 73,38 (19) 75,67 (12) 58,70 (19) 56,64 (18) 58,64 (16,5) 15,59
KNN 6948 (17) 69,54 (13) 81,78 (17,5) 81,48 (13) 90,00 (4) 72,55 (4) 75,07 (10,5) 75,71 (11) 59,62 (17) 56,93 (16) 59,90 (6) 11,73
SOM SVM 71,70 (6) 69,83 (12) 84,00 (13,5) 8245 (11) 90,16 (3) 7189 (T) 76,34 (7,5) 76,03 (8) 63,09 (10) 59,62 (9) 59,03 (12,5) 9,05
RF 71,17 (85) 69,40 (14,5) 8511 (9,5) 83,54 (3) 88,10 (14) 70,94 (14) 79,15 (2) 73,35 (19) 64,01 (5) 62,69 (4) 60,19 (5) 8,95
MLP 71,52 (7) 69,40 (14,5) 85,78 (6) 80,07 (19) 89,21 (9) 70,28 (17) 74,23 (15) 75,94 (9) 57,37 (20) 57,66 (13) 5883 (14) 13,05
KNN 68,96 (20) 70,26 (10) 85,56 (7,5) 82,43 (12) 89.84 (5,5) 71,13 (13) 76,34 (7.,5) 75,63 (13) 63,47 (9) 57,18 (14) 59,03 (12,5) 11,27
OP-ELM SVM 71,83 (4) 6882 (18) 87,56 (2) 83,06 (5) 88,25 (12,5) 71,79 (8) 75,07 (10,5) 76,47 (3) 64,58 (4) 59,81 (8) 59,13 (11) 7,82
RF 70,70 (13) 68,68 (19) 87,33 (3) 82,84 (8) 88,25 (12,5) 70,75 (15) 78,73 (3) 73,62 (17) 63,97 (6) 63,36 (2) 59,32 (9) 9,77
MLP 70,22 (15) 70,26 (10) 85,11 (9,5) 78,88 (20) 88,73 (11)  68.02 (20) ~ 72,96 (20) 76,25 (5,5) 60,92 (15) 57,10 (15) 57,57 (19) 14,55

Tabela B.5: Comparacao das diversas combinacoes de métodos de imputacao e classificacao.

Entre parénteses apresentam-se os valores que irao ser usados no teste de Friedman. Os valores

de accuracy sao os obtidos quando foram inseridos 70% de MD

Datasets Rank
Top. Class. Pima Indian Iris Banknote Seeds Laryngeal Voice Transfusion — Telugu Red Bupa Médio
KNN 67,78 (16) 68,68 (18,5) 77,33 (15) 68,64 (13) 89,12 (4) 72,33 (4) 73,94 (12) 7509 (15) 48,47 (17) 54,91 (19) 56,55 (18) 13,77
app  SVM o 6830(12) 7055 (65) 7911 (85)  TLAG (1) S8.66(8) 71,70 (8) 75,35 (10) 75,54 (11) 55,15 (6) 57,20 (8) 59,34 (9) 8,27
RF 68,04 (13) 68,39 (20) 79,78 (3) 6883 (11) 86,17 (16) 69,81 (12,5) 80,14 (1) 74,51 (17) 57,02 (2) 62,84 (2) 57,77 (16) 10,32
MLP 67,96 (15) 71,98 (1) 75,78 (16) 68,45 (14) 87,30 (14) 72,64 (2) 73,24 (15) 75,94 (6) 49,77 (11) 54,98 (18) 56,67 (17) 11,73
KNN 66,35 (20) 70,98 (3,5) 78,67 (12) 70,90 (5) 89,68 (2) 71,98 (7) 74,37 (11) 7540 (12) 49,31 (14) 56,60 (11,5) 60,39 (4) 9,27
QUM SVM 71,04 (1) 70,11 (10) 78,89 (11) 72,31 (1) 88,57 (9) 72,17 (5,5) 76,20 (8) 75,98 (5) 55,46 (5) 59,44 (6) 62,14 (1) 5,68
RF 68,91 (9) 69,11 (15,5) 79,56 (4,5) 71,92 (2,5) 87,78 (13) 71,32 (9) 79,15 (3) 7393 (19) 57,60 (1) 63,09 (1) 5854 (12) 8,14
MLP 70,22 (3,5) 69,54 (13,5) 77,56 (13,5) 68,79 (12) 88,89 (6,5) 69,72 (14,5) 71,97 (18) 76,70 (1) 51,15 (9) 56,45 (13) 58,74 (10,5) 10,45
KNN 66,48 (19) 70,26 (9) 67,78 (18) 66,43 (19) 73,33 (19) 58,87 (19) 73,52 (14) 7571 (9,5) 44,24 (20) 54,22 (20) 58,25 (13,5) 16,36
KNN SVM 69,43 (7) 70,69 (5) 69,33 (17) 65,87 (20) 74,44 (18) 61,70 (18) 76,48 (6,5) 76,07 (4) 48,21 (18) 56,41 (14) 58,25 (13,5) 12,82
RF 67,35 (17) 69,68 (12) 66,22 (19) 67,77 (16) 76,51 (17) 69,81 (12,5) 77,89 (5) 75,31 (13) 48,85 (15) 61,02 (5) 60,10 (5) 12,41
MLP 68,00 (14) 70,40 (8) 62,89 (20) 66,55 (18) 72,54 (20) 57,64 (20) 70,99 (20) 76,61 (2) 45,57 (19) 56,37 (15) 51,17 (20) 16,00
KNN 68,35 (10,5) 68,82 (17) 77,56 (13,5) 69,17 (10) 90,79 (1) 72,45 (3) 73,66 (13) 7527 (14) 4943 (13) 56,70 (10) 60,58 (3) 9,82
SOM SVM 70,39 (2) 70,98 (3,5) 79,33 (6) 70,10 (7) 89.37 (3) 73,49 (1) 7648 (6,5) 76,25 (3) 56,18 (3) 58,94 (7) 62,04 (2) 4,00
RF 69,87 (5) 69,97 (11) 79,11 (8,5) 71,92 (2,5) 88,10 (12) 70,94 (11) 79,30 (2) 73,35 (20) 56,11 (4) 62,51 (3) 60,00 (6) 773
MLP 70,22 (3,5) 68,68 (18,5) 79,11 (8,5) 67,96 (15) 89,05 (5) 66,23 (17) 72,25 (16) 75,80 (8) 50,00 (10) 55,87 (16) 56,02 (19) 1241
KNN 66,87 (18) 70,55 (6,5) 79,11 (8,5) 69,32 (9) 88,89 (6,5) 7217 (5,5) 71,69 (19) 74,69 (16) 48,59 (16) 55,20 (17) 59,90 (7) 11,73
OP-ELM SVM 69,30 (8) TLAL (2) 79,56 (4,5) 69,76 (8) 8841 (10,5) 71,23 (10) 7549 (9) 7571 (9,5) 55,08 (8) 56,95 (9) 58,74 (10,5) 8,09
RF 68,35 (10,5) 69,11 (15,5) 80,22 (1) 70,83 (6) 87,14 (15) 69,72 (14,5) 78,45 (4) 74,11 (18) 55,11 (7) 62,38 (4) 59,81 (8) 941
MLP 69,74 (6) 69,54 (13,5) 80,00 (2) 67,14 (17) 88,41 (10,5) 69,06 (16) 72,11 (17) 75,89 (7) 49,66 (12) 56,60 (11,5) 57,86 (15) 11,59
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